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1 Bevezetés

Az utobbi idében egyre szélesebb korben terjedtek el a mesterséges intelligencian
alapulé dontéstamogatd rendszerek. A rendszerek kielégitd miikodésének az alapja a
megfelel6 mennyiségli €s mindségli adatok rendelkezésre allasa. A feladatokhoz
felhasznalt gépi tanuldo modelleket azonban sok esetben nem készitik fel a valos életbdl
szarmazd pontatlan informacidinak megteleld feldolgozasara. A dolgozat célja egy olyan
osztalyozasi megoldas kidolgozéasa volt, mely az adatforrasban hibasan szerepld, gy
nevezett zajos adatok altal keltett hibdkat minimalizalni tudja még olyan esetekben is,
amikor a tanul6é halmazban nem kiegyensulyozott az egyes osztalyok ardnya. A modszer
segitségével kiszlirhetok azok az adatok, melyek negativ irdnyba befolyasoljak a gépi
tanuld algoritmus miikodését. A megoldas soran kiilonféle zajsziirési technikakat
alkalmaztam, melyek segitségével méréseket készitettem a legmegfelelobb irdny
meghatarozasa érdekében. A munka vegén az elkészitett modellt teszteltem
kiegyensulyozatlan adathalmazokon végzett teljesitmény szempontjabol is. A
dolgozatomban felvetett probléma egyre nagyobb jelentdségii lesz, ahogy egyre nagyobb
hataskort biztositunk a mesterséges intelligencianak, hiszen nem lenne szerencsés, ha
kritikus dontéseket meghozo modellek zajos adathalmazon a helyes dontés helyett rosszul

tanulndk meg az 6sszefliggeseket.



2 Gépi tanulas zajos adathalmazokon

2.1 Zajos adathalmazok és létrejottik oka

Mindennapi cselekvéseink, nagyrésze meggondolt dontéseken alapszanak. Még
abban az esetben is, ha a cselekvé a tudatossagbol semmit sem észlel. Ahhoz, hogy ezek
a dontések a lehetd legjobbak legyenek rendkiviil sok informdciora van sziikség. A
kornyezetlinkbél  vett  informaciok sordn tehat nyugodtan élhetiink azzal a
elofeltételezéssel, hogy a mintavételezett informacié, melyet késébb adatokka alakitunk
at zajosak lesznek egy bizonyos mértékben. A dolgozat jelen probléma megoldésaival
foglalkozik, feltarja a zajok kulonféle tipusait, valamint bemutat két megoldasi

lehetdséget is a problémakor lekiizdésére.

Adatelemzésben zajnak nevezziik a nagyméretii jelentéssel nem rendelkez6
informaciok 6sszeségét. Valamint zajnak nevezzik azokat az adatokat is, melyeket a

gépek nem tudnak megfeleléen vagy helyesen interpretalni.

A korabbi bekezdes alapjan valés adathalmazokkal vald6 munka soran sokszor kell

majd olyan adatokkal dolgozni melyeket zajosnak tekintink.
Adat = Valés informacio + Zaj

Azok az adathalmazok, melyekre sziikség van a feladatok megoldasara nem
mindig allnak a rendelkezésiinkre, igy bizonyos esetekben azokat nekiink kell l1étrehozni.
Adathalmazok létrejovetele sordn, alapvetéen valamiféle adatgyiijtést végzink. Ez
végezhetd emberek, illetve gépek altal is, mindkét szereplonek van 1étjogosultsaga ezen
feladatok elvégzésére, szenzor adatok gytijtésére boven elég a gépi jelenlét, mig szocialis
témaju adatok gyiijtésében az emberek sokkal hatékonyabbak. Bar sokszor figyelmen
Kivil hagyjuk, az adatgyiijtés sok esetben jelentds anyagi raforditassal jarhat, melynek
mértéke Osszefligg az adathalmaz mingségével, illetve tisztasdgaval. A zajoknak két
jelentds forrasa lehet, implicit zajnak nevezziik azokat a hibakat, melyek a mérdeszkoz
vét mintavételezés kozben. llletve véletlen zajnak nevezzilk azokat a hibakat, melyeket
szakemberek vétenek az adatgyijtés, illetve feldolgozas soran, mint példaul a gyijtott

adatok digitalizalasaval [2].



2.2 Adathalmazon jelentkezo zajok tipusa

Zajok esetén alapvetden megkiilonboztetiink két f6 csoportot, melyek a cimkézeési

hiba, valamint az attribdtum hiba, ezeken belll természetesen léteznek kiilonféle hibak

is:

Cimkeézési hiba:
o Ellentmondésos példany

o Félre cimkézett példany

Attribatum hiba (Attribute Noise):

o Hibas érték (Erroneous value)
o Hianyzo éerték (Missing value)

o Nem értelmezhet6 érték (Do not care value)

ID Attr0 Attrl Attr2 Cél
1 Anglia 11 2.3 Eurdpa
2 Brazilia 7 34 Azsia
3 Anglia 11 2.3 Afrika
4 Kina 3 1.9 Azsia
5 Franciaorszag 2 2.9 Eurdpa
1. tablazat

Cimkeézeési hiba, amikor egy példany helytelenil van felcimkézve, ennek oka

szamos eshetdségre vezethetd vissza: eltérd hattértudassal elvégzett cimkézés,

szubjektivitas cimkézés alatt vagy adatbeviteli hiba is lehet a kivalté ok.

Ellentmondéasos példany: Azon példanyokat nevezhetjik ellentmondasos
példanyoknak, melyekbdl legalabb két azonos eléfordulds talalhatd az
adathalmazban, azonban legalabb két kiilonb6zé osztalycimkével

rendelkeznek. Az elsd tablazatban ez a 1 és 3 ID-val rendelkezd sorok.

Félre cimkeézett példany: Félreosztalyozottnak nevezzilk azokat a
példanyokat, melyek 0Osszes eldfordulasakor helytelen osztalycimkét
kapnak. Az els6 tablazatban a 2 1D-val rendelkez6 sor egy félre cimkézett
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példany. Fontos megjegyezni, abban az esetben, ha a téablazatban

szerepelne az aldbbi sor (ID:6, AttrO: Brazilia, Attrl:7, Attr2:3.4, Cél:

Amerika), akkor az egyben ellentmondasos példany is lenne.

ID Attr0 Attrl Attr2 Cél

1 Anglia 11 2.3 Eurdpa

2 Brazilia 7.34 3.4 Amerika

3 Anglia 11 2.3 Eurdpa

4 ? 3 1.9 Azsia

5 Franciaorszag 2 9999 Eurdpa
2. tablazat

AttribGtum hiba: Az adathalmaz egy rekordjanak legaldbb egy attribituma

helytelen értéket tartalmaz, akkor attribitum hibasnak nevezhetjik a rekordot.

Hibas érték: Azt az értéket nevezzik hibas érteknek, mely az attribGtum
tipusatol eltér, illetve az adott attribdtum ertékhalmazan kivil esik. A 2.
tablazat masodik sora szemlélteti ezt az esetet, ahol az Attrl csak egész

értéket vehetne fel.

Hianyzé érték: Abban az esetben, ha nem ismerjik az attributum értékeét,
példaul a tablazat 4. sordban nem ismert az orszag neve, igy helyén egy

1" karakter szerepel.

Nem értelmezhetd érték: A nem értelmezhetd érték inkabb a hianyzoé érték
esethez all kbzelebb mintsem a hibas értékhez. Abban az esetben, ha nem
lehetséges az adott érték meghatarozasa, egy eldre egyeztetett szotar
alapjan valasztjak meg a helyes ,,nem értelmezhetd értéket”, mely még igy
is hordoz némi informaciot magaban. A tablazat utols6 soraban a Attr2
helyen all6 9999 érték mogott allhat jelentésként, hogy nem kivant
vélaszolni, illetve az is hogy nem tudta a valaszt. igy némi informacio
tobblethez jutunk, azonban az osztalyozast énmagaban ez nem segiti,

mivel maga az eset zajosnak tekinthetd.



A dolgozatom tovabbi részében a cimkézeési hibdk lesznek a fokuszban, ugyanis
a szakirodalom nagyobb része a kénnyebben megoldhato attribatum hibakkal foglalkozik
és viszonylag kevés publikécio sziletett a cimkézési hiba témakdrben, holott ugyanolyan
fontossagl probléma teriilet ez is. Igy zajos adathalmaz alatt a tovabbiakban tehat csak a
cimkézési hibak altal eléallt adathalmazt értem. A munkam soran az attribitum hibaktol

eltekintettem, és tovabba a kutatasom f6 célja a zajos cimkézésii elemek detektalasa volt

[3].

2.3 Indikatorok cimkézési hibakkal terhelt adathalmazok
szamara

Az adatokban rejld informacié kinyerése sokkal koénnyebb tiszta adatokon,
mintsem zajokkal szennyezett adatokon. Egy lehetséges cél olyan modell epitése, amely
a lehet6 legkisebb mértékben érzékeny a zajos cimkékre, ezt a tulajdonsagot
robosztussagnak nevezzilkk. Egy bizonyos modellt abban az esetben neveziink
robosztusabbnak, ha az jobban teljesit zajos adathalmazon, mint az 6sszehasonlitasban
szerepld masik modell [2]. A modell josagara a kdvetkezOkben ismertetett mérészamok

allnak rendelkezésre.
Pontossag:

A pontossag (Accuracy) egy elég fontos mérészam, mint ahogy az alabbi képlet

is szemleélteti, minden csoportot figyelembe vesziink ez érték meghatarozasakor.

TP+TN
TP+FP+FN+TN

Pontossag =

TP= Valos pozitiv esetek szdma
TN= Valds negativ esetek szdma

FP= Hamis pozitiv: olyan negativ esetek szama, melyek a pozitivak kdzé lettek

sorolva tévesen

FN= Hamis negativ: olyan pozitiv esetek szama, melyek a negativak kdzé lettek

sorolva tévesen



A pontossag altal kapott eredménytinket azonban a kiegyensulyozatlan adathalmazok
eseten feltételekkel kell kezelni. Tegyik fel, hogy egy adathalmazon binaris osztalyozast
szeretnénk végezni és az A osztalybéli elemek a teljes halmaz 99% at teszik ki. Ebben az
esetben, ha az 6sszes elemet automatikusan az A csoportba sorolunk gondolkodas nélkiil,
akkor is 99%-0s pontossagot érunk el [6].

Robosztussag mérése:
Pontossag relativ csokkenése (The Relative Loss of Accuracy):

Agor, — Ao
RLAx%= 0% x%

Agy,
A= Accuracy pontossag mértéke [0,1]
X= A zajos adatok aranya [0,1]

A modszer elonye, hogy konnyedén alkalmazhatd, valamint annak a modellnek

melynek nagyobb lesz a pontossaga a tiszta adathalmazon, kisebb lesz az RLA értéke [5].
Zaj csbkkenés merese:

Egy masik megkdzelités mikor a zaj csokkenesenek a mértékét vesszik kulcs
indikatornak, és ennek segitségével mérjik vissza a modelliink teljesitményét. Iterativ

tanitas soran az iteraciok végén informativ mérészamként szolgalhat [10].

Zaj csokkenés mértéke (Noise Elimination Precision):

vep - 1ENCI
Ici

K=Azon halmaz egyedei, melyek zajosnak lettek osztalyozva

C= A zajos egyedek halmaza

2.4 Zajsziirési modszerek

A zajos adathalmazokon alkalmazni kell bizonyos operaciokat annak érdekében,
hogy az osztalyozo algoritmusunk jobb eredményeket kapjon. A szakirodalom két fo

iranybol kozeliti meg a zaj sziirési modszereket.



Adatelokészitési: Az adatelokészités soran kiilonféle sziiréseket és egyéb
miiveleteket hajtunk végre annak érdekében, hogy javitsunk az

adathalmaz mindségén.

Algoritmikus: Olyan robosztus osztalyoz6 algoritmusokat keresiink, melyek
jobban kezelik a zajt, és annak esetleges novekedése sem jelenti az

eredmény drasztikus csokkenését.

Az algoritmikus mddszerek kevéssé adaptivak, valamint bizonyos esetben az
osztalyoz6 algoritmusok milkddésén is valtoztatni kell, melynek implementalasa akar
rendkiviil bonyolult is lehet. ,, Altalianossagban az osztilyozé algoritmusok pontossaga
felskalazas esetén romlik az egész adathalmazon végzett osztalyozashoz képest, ez
kilonosen igaz zajos adathalmazok esetén” [7]. Adateldkészités soran szamos sziirési
maodszert alkalmazhatunk, a megoldas elénye, hogy kiilon valaszthatjuk a zaj detektalast,
valamint a tanulast; igy csokken a zajok altali informacio torzitas, valamint a tanulo

algoritmus megvaltoztatasara sem lesz sziikség [11].
Adatelokészités soran hasznalt zajsziiro modszerek.

All K-Nearest Neighbour (All KNN): A modszer soran a tisztitott adathalmaz
(T1) elemei kdzé felvesszik az ¢sszes tanitd adathalmazba (TA)
szerepl6 példanyt, majd Tl minden elemét megvizsgalva abban az
esetben tartjuk meg ha k legktézelebbi szomszédjai egyértelmiien
meg tudjdk hatarozni az osztalyat. All kNN esetén k-szor
ismételjuk meg ezt a folyamatot, mely soran a figyelembe vett
szomszédok szdma megegyezik az iteracié aktualis sorszamaval.
Abban az esetben, ha mar egy iteracional is félreosztalyzas torténik
abban az esetben jel6ljik, hogy a példany zajos, és a késébbiekben
eltavolitand6. Az eltavolitasra csak a vizsgalat végen kertl sor,
azaz az 0sszes zajos egyed egyidoben lesz eltavolitva a TI
adathalmazbol [8]. Az algoritmus részletes bemutatdsa a 2.6

fejezetben talalhato.

Metric based filter (MF): Egyszerli sziird, mely a tanito adatokon vald
vizsgalatot kovetéen meghatarozza az adott elem zajos

valoszintiségét. Azon elemek, melyek valosziniisége meghaladja



ezt a klszobot eltavolitasra kerlilnek az adathalmazbol, és végul

eloall a tisztitott tanuld adathalmaz [11].

Partitioning filter (PF): Egy meghatarozott kiiszObérték eléréséig iterativ
végrehajtas sordn a zajosnak jelzett adatokat eltavolitjuk az
adathalmazbdl. Az iteracioés folyamat egészen addig tart, mig
egymast kovetd iteracidk soran a zajosnak itélt elemek szdma
kevesebb nem lesz, mint az azt megelz6 iteracid soran zajosnak
talalt egyedek egy paraméterben meghatarozott szazaléka. Az
algoritmus els6 Iépéseként a tanit6 adathalmazt (E) n darab egyenl6
méretli részhalmazra bontjuk fel. Egy kivalasztott algoritmus
segitsegével osztalyoz6 modellt épitiink a részhalmazokon, majd
pedig kiértékeljik az egész tanitd adathalmazon. Ezt kovetGen
szavazasos alapon (mely lehet konszenzus, vagy tobbségi alapu),
azon elemeket, melyeket zajosnak tekintettink eltavolitjuk az E
halmazbol és egy Zajos halmazba (A) helyezziik. Abban az
esetben, ha az adott elem minden osztalyozé szerint helyesnek
tekinthet6 a Helyes halmazba (G) keriill. A megmaradt, részben
tisztitott adathalmazon tehat tovabb iteradlunk egészen addig amig
a kilepési hatarérték ala nem megyink a zajos arany tekintetében
[9]. A partitioning filter jelent6s szerepet kapott a munkam soran.
Az altalam készitett megoldas alapjat is ez a modell szolgaltatta, a
Kiterjesztett modellem részletes bemutatasara a 3. fejezetben kerl

Sor.
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Large example set £ '

';l[ Data partitioning scheme

‘ Subset P; U | Subset P; Ij ‘ Subset P; U ‘ Subset P, U
Good Ru]e Set ood Rule Set Good Rule Set| Rule Set|
GR; GR; GR; GR,

Evnlu.ate dataset E Evaluate dataset E Evaiuatc dataset E Evaluate dataset E

Instances of E that are evaluated
by all subsets
i

Noise identification, removing

identified noise and good examples
]
Good example set

;<o o/ A4
Cleaned example set £ -
E—EUG Noise set A

1. &bra A partitioning filter miikodése forras:[9]

Partially cleaned set E
E ¢ E\N{AUGH

Ensembles filters: A tanulé adathalmaz részhalmazain tobb osztalyozé modell
alkalmazasaval probalja megtalalni a zajos egyedeket az
adathalmazon. A zajos egyedek megtalalasa erdekében egy K-
keresztvalidaciot alkalmaznak a tanulo adathalmazon N darab
osztalyoz¢ segitségével. Az algoritmus els6 1épésként K darab
részhalmazra osztja fel a tanitd halmazt. Az 6sszes N darab
osztalyozO esetén az 0sszes K részhalmazra az osztalyozd
algoritmust a K-1 részhalmazon tanitjuk, majd a maradék
részhalmazon kiértékeljik az 6sszes osztalyozot. Eredményiil
minden egyes osztalyoz6 felcimkézi az 6sszes példanyt, majd
szavazassal hatarozzak meg, hogy melyek helyes esetek, és

melyek eltavolitandd zajos példanyok [12].

Iterative class noise filter based on Fusion of Classifiers (INFFC): Tébb féle
osztalyoz6, és zajszlirési technika alkalmazéasaval iterativ
mabdon tavolitja el a zajos egyedeket az adathalmazbol.

modszer a harom 6 zajszlirési modszeren alapszik, melyek a:
e Metric based filter

e Ensemble filters
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e Partitioning filter

Minden iter&cid az els6 1épésében eltavolitja a zajos példanyok egy részét,
hogy azok a késObbi Iépéseket ne befolydsoljak. Ezt kovetden egy uj sziirés
kdvetkezik, mely a részben tiszta adathalmazt hasznalja tanulasra, majd a teljes
tanulé adathalmazon alkalmazzuk. Ezt kovetden el is all a tiszta adathalmaz,
valamint a zajos adatokat tartalmazo adathalmaz.

Current

> Training set

. ' —
FC-based Filter PC

v

Current ML=l
Training set

S

Noise-iree nitering
training set
CPC

(training set)
e

Noisy set

Current
Training set

Noise score

false 4
Iterative Noise Filter based -
on the Fusion of Classifiers true

Current
Training set

2. &bra Az INFFC modell miikodése forras: [11]

A szakirodalomban sokszor konzervativ modellként hivatkoznak az INFFC-re,

mivel a korabban emlitett sziird modellekhez képest ez sziiri ki a legkevesebb tiszta adatot
[13].

2.5 Kiegyensulyozatlan adathalmazok kezelése

Legjobban kezelhetok azok az adathalmazok, ahol osztalyok eloszlasa
egyenletes, azonban eléfordulnak olyan esetek, amikor az egyik tipust osztaly tagjai
jelentds tobbségben vannak a masikakhoz képest. Ilyenkor kiegyensulyozatlan
adathalmazrol beszéliink. Bizonyos esetekben ez extrém mértéket is Olthet, vegyuk
példaul a banki csaldsokat, amik szerencsére ritkdn fordulnak elé. Ez azonban azt is
jelenti, hogy a témaval foglalkoz6 adathalmazban a csalast reprezentald osztaly

szamossaga kevesebb, mint 1%. Gépi tanulas soran azonban vannak olyan algoritmusok,
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melyek érzékenyek erre a Kkiegyensulyozatlansagra, keresni kell tehat olyan
algoritmusokat, melyek jol teljesitenck szélsdséges koriilmények kozott is. Kutatok
ramutattak, hogy az osztélyok aranytalansdga 6nmagéban nem a legnagyobb probléma,
az osztalyozasi képességet mas befolydsold tényezdk, mint példaul a zajos adatok, és a

sz€lsOséges elemek eloszlasa tudja jelentésen csokkenteni.
Az adathalmazban haromféle kategdridba csoportosithatjuk a példanyainkat:

Biztonsagos, tiszta példanyok (Safe): Olyan helyes példanyok tartoznak ebbe

a csoportba, melyek osztalyba vald tartozésa egyértelmiien meghatarozhato.

Zajos példanyok (Noisy): Olyan zajos példanyok, melyek a masik osztaly
elemei kozé van beagyazva.

Szélséséges példanyok (Borderline): Olyan példanyok, melyek tobb osztaly

példanyaival vannak szorosan koriilvéve, és a megfeleld osztalyba valod

tartozasuk kozel sem magatol értetddo.

3. dbra Szélséséges példanyok és zajok viszonya

A zajos és szélsdséges csoportba tartozd elemek eltavolitasaval javitani lehet az
osztalyozo performanciajat, erre tobbféle lehetdség van: SMOTE [15] + Sziir6
algoritmus [14].

Kiegyensulyozatlan adathalmazok kezelésére harom lehetéség van:

e Megdrizziik az eredeti adathalmazt, és specialis algoritmust valasztunk
hozza. Ebben az esetben kdzelitlink legjobban a valésaghoz, mivel nem
végzunk modositast. Az adathalmaz karakterisztikaja viszont nagyban

redukélja a lehetséges algoritmusokat.
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Alul-mintavételezziik az eredeti halmazt annak érdekében, hogy kozel
megegyez0 ardnyu legyen az osztalyok aranya. A megoldas sordn a
kisebbségben 1évo értékeket megtartjuk teljes egészében, a masik
adathalmazbol pedig megfelelé mennyiségli adatot valasztunk
véletlenszerien. Ebben az esetben a teljes reprezentacié nem valosul meg,
viszont a tanulé algoritmus jobban teljesit, mivel az adathalmazban az

osztélyok ardnya kiegyenlitett.

Talmintavételezést végziink az eredeti adathalmazon és a SMOTE
(Synthetic Minority Oversampling Technique) [15] mddszer segitségével
uj értékeket allitunk el6 a kisebbségben levo osztaly elemeibdl. A SMOTE
madszer szerint venni kell egy lemet a kisebbsegi halmazbol (Xi) valamint
ennek a k legkozelebbi szomszédjat. Ha k=3, akkor ezek legyenek x_zo,
X_Z1, X_Z2, majd ezt kdvetden véletlenszerlien valasztunk egy elemet
koziilik. Az interpolacioval eldallitott X N érték pedig a kivalasztott x_z;

és X-et 0sszekotd egyenesen talalhato [15].

XN=X,+9xX_Z —X,)

9=[0,1]

4. &bra: Az eredeti adathalmaz [15]
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5. abra: Ujra mintavételezett adathalmaz (SMOTE) [15]

A 4. abran lathaté harom kiilonboz6 osztaly elemei, és azok aranyai. Az eredeti
adathalmaz erdésen Kiegyensulyozatlan a sok sarga osztalyl egyed kdvetkeztében, a
SMOTE algoritmus segitségével ujra mintavételezett adathalmazban, mely a 5. abréan
lathatd az osztalyok aranya sokkal kiegyenlitetteb, mint az korabban volt. A lila osztalyd
elemek a 4. abran is megtalalhatok azonban a sarga szin elfedi azokat. Az Ujra
mintavételezett adathalmazban mar az eredeti, és az Gjonnan létrehozott lila értékek

kertilnek a fedési sorrend tetejére.

2.6 All kNN

Az All KNN zajsziir6 modellt valasztottam ki, mint egyszerii referencia modellt.

A modell alkalmazésa soran egyszer kell csupan végig iteralnunk az egész adathalmazon.
A modell miikodését nagyban befolyasolja a korabban megvalasztott K érték. A K erték
hatarozza meg, hogy az elem zajossagat mekkora kdrnyezetére alapozva hatarozzuk meg.
Az algoritmus harom részfazisra oszthaté fel, melyek:

o Eléfeldolgozas

o K legkozelebbi szomszéd vizsgalata

o Kiértékelés
Az algoritmus soran hasznalt jelentdsebb valtozok, a K valtozoval konfiguralhato a

modell:

Alap adathalmaz: DS
Aktudlis kozponti elem: Ni
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Maximalisan vizsgalt szomszédok szama: K
Aktualisan vizsgalt szomszédok szdma: ¢
Zajokat tartalmazé adathalmaz: F

Tiszta adatokat tartalmaz6 adathalmaz: C

Eléfeldolgozas:

Az  eldfeldolgozds soran az  adathalmazban  taldlhaté  valtozokat
transzformaciokkal 4talakitjuk a gépi tanuld algoritmusok szamara megfeleld
formatumra. A kategorikus valtozokat numerikus valtozokka transzformaljuk &t a
megfelel6 fliggvény alkalmazasaval. Mivel az algoritmus késObbi fazisaban klaszterezést
szeretnénk végrehajtani rajta, igy az adathalmaz attribGtumait normalizalni Kkell.
Normalizalas nélkil a klaszterezés soran nem lehetne helyes tavolsagot szamolni es igy
az eredményt egy-egy kisebb tartomanyban mozg6 attributum pozitiv, mig a széles

tartomanyba mozg6 attributumok negativ iranyba befolyasolhatnék.
K legkdzelebbi szomszéd vizsgalat.

Az eldfeldolgozast kovetden az adathalmaz készen all a kNN algoritmus
futtatasara. Az algoritmus soran az adathalmaz minden egyes elemét sorban vesszik,
legyen az aktualis elem Ni. A K paraméter értékét6l fliggd iteraciot hajtunk végre, melyek
sorén a kozépsé elemként az Ni elemet tekintjik. Az iteraciok soran minden esetben
vesszik az adott elemnek az ¢ legkdzelebbi szomszédjat. Az Ni elem szomszédjait az NN
(Nearest Neighbour) algoritmus segitsegével tudjuk meghatarozni. Abban az esetben, ha
az elem Osszes szomszédja vele megegyezd osztalyba tartozik, abban az esetben adott €
értékre helyes a modelllink és & értékét ndveljik egyel egészen addig amig € meg nem
egyezik K értékével. Ha ebben az esetben is helyes minden érték, akkor az Ni elemet
tisztanak tekintjuk. Azonban, ha az iteracié soran barmely esetben az elem barmelyik
szomszédja eltérd attdl, akkor kilépiink a ciklusbdl és zajosnak jeloljiik meg az adott
elemet. Az N; eltdvolitasat nem azonnal hajtjuk végre, hanem a vizsgalatok lezarultat
kdvetden, ennek oka, hogy a zajos elemek segithetnek detektalni a tovabbi zajos elemeket

az adathalmazban.
Kiértékelés
A zajos elemek kisziirését kovetéen az adathalmazban mar csupan az algoritmus

szerint helyesnek itélt elemek tartoznak. A tiszta adatokat elhelyezzik a C
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adathalmazban, a tovabbiakban ezt fogjuk hasznalni, a zajokat az F halmazba téaroljuk el.
Az algoritmus elényei kdzé tartozik, hogy egyszerii, kdnnyen implementéalhat6, valamint
konfiguralhat6, csupan a K érték helyes megvéalasztasa szikséges hozza. Hatranya

azonban, hogy nem csupan a zajokat sziiri ki, hanem a zajok kornyezetében talalhatod

i
ﬂll K-NN _ L] \

FOR e in DS

helyes elemeket is.

FOR €=1 to K

Helytelen

=)

v

Megjeloltek torlése

6. abra Az All KNN modell miikkodése
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Zajszirési eredmények

Az All KNN algoritmus futtatdsa soran 5-60 %-0s zajossagu adathalmazokon
teszteltem, miikodése soran lathatd, hogy a zajok egy részét képes helyesen elimindlni az

adathalmazbol azonban sok helyes elem is kisziirésre kertil az algoritmus futtatasa soran.

All k-NN zajsz(rési pontossaga

50%

45% —

40% //

35%

30%
25%
20%
15%
10%

5%

0%
5% 10% 15% 20% 25% 30% 35% 40% 45% 50% 55% 60%

e— Adult CreditCard PulsarStar

7. dbra Az algoritmus zajsziirési pontossaga

A 7. abran lathato, hogy az All KNN modell egyre nagyobb mennyiségii zaj arany
esetén jobb teljesitmény nyujt, de még igy is legjobb esetben is csupan a zajok 45%- at
tudja eliminalni. Az abra x tengelyén az adathalmazban talalhaté zajok aranya szerepel,

mig az y tengely a modell altal helyesen megtalalt és eliminalt zajok aranyat jelzi.
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3 Tervezett zajsziiro modell partitioning filter alapon

Gépi tanuld algoritmusok alkalmazésainak elterjedésével, Gjabbnal Gjabb
kihivasok jelennek meg. A zaj, mint gépi tanulasnal tapasztalhaté jelenség szdmos
formaban eldfordulhat, és negativ hatast gyakorolva elrontja a helyesen miikodo
algoritmusaink eredményeit. A zajok kiszlirésére az irodalomkutatasban bemutattam
né¢hany lehetséges megoldasi modellt. A munkam sordn kivalasztottam koziiliik kettot,
melyek miikodését mélyebbre hatoan tanulmanyoztam. Az All KNN modell az egyszeriibb
zajsziird modellek korébe tartozik, implementalasa egyszerli, azonban az algoritmus
tipusabol adoddan magas futasi idOvel kell szamolni egy zajszlirési miivelet soran. A
partitioning filter az 6sszetettebb zajsziir6 algoritmusként tartjak szamon, a munkam
soran elkészitett zajszlir6 modell alapjaul az ,,Eliminating Class Noise in Large Datasets”
tanulmanyaban bemutatott partitioning filtert vettem [9]. Az alapkoncepcio feldolgozasat
¢és implementalasat kovetéen modositasokat javasoltam és hajtottam végre a jobb zaj
sziirési eredmények elérése érdekében. A tovabbiakban részletesen bemutatom az altalam
elkészitett Extended Partitioning Filter (EPF) miikodését, majd kitérek a kiegyenlitett
adathalmazok esetén sziikséges intézkedesekre, annak érdekében, hogy a modellek
teljesitményére a lehetd legkisebb mértékben hassanak az adathalmaz elemeinek
jelentdsen eltérd ardnyai. A partitioning filter nem volt felkészitve a kiegyensulyozatlan
adathalmazok kezelésére, valamint a belsé miikodése soran bizonyos dontéseket eltérd
algoritmus alapjan hozott meg, ezért ugy dontéttem, hogy a partitioning filter modellt
alapul véve, a szabdalykivalasztds valamint a kiértékelésnél is maodositottam annak

miikodési algoritmusat és 0 logikat vezettem be a modellbe.
Extended partitioning filter

Az EPF zajszliré rendszer megoldasa tobb részegységbdl tevodik dssze. A modell
koncepcidja a részekre bontés és az entrdpia adta lehetdségeket igyekszik kihasznalni. A
zajszlird rendszer célja, hogy iterativ mitkddése soran a lehetd legkevesebb helyes elem
eliminalésa mellett az Gsszes zajt kiszlirje az adathalmazbodl. Az iteracio egészen addig
tart, mig az iteracio soran detektalt zajok aranya egy kritikus szint ala nem csokken. A

modell részegységei a kovetkezok:

e Particionalas

e Szabély generalasa
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o Jb szabaly kinyerése
o Szabalyok alkalmazésa
o Szilirés
o Kiértékelés.
+ Kiegyensulyozatlansag kezelése
Az algoritmus soran hasznalt jelentésebb valtozok, a * jelolt elemekkel konfiguralhaté a

modell:

Alap adathalmaz: DS

Aktudlis tanul6 adathalmaz: S;

Zajokat tartalmazé adathalmaz: F

Tiszta adatokat tartalmazé adathalmaz: C
Részhalmazok szama*: K

Szabaly: R

JO szabalyok szama*: N

Helyes adatok visszatevési aranya*: PB

Helyes elemek fels6 hatara hibak esetén™: ELtH

3.1 Particionalas

Az els6 részegység a particionalas, mely soran a rendelkezésre all6 adathalmaz
elemeit részhalmazokra osztjuk szét. A DS halmaz elemeit véletlenszertien felosztjuk K
darab részhalmazra. S;i az aktudlis részhalmaz, mellyel a tovabbiakban dolgozni fogunk

és azt tekintjlk tanul6 adathalmaznak, mig a DS \ S; elemek a validaciés halmaz részei.

@) o O

8. dbra Particionélas folyamata
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3.2 Szabaly generalas

A szabdaly generélasi és alkalmazasi egységben minden egyes Si részhalmazra
elvégezzik az alabbi pontokban szereplé miiveletek. A szabalyok tartalma kiilonb6z6
részhalmazonként eltérd lesz, azonban globalisan tekintve a szabalyok az adathalmaz egy

csoportjat fogjak megfelelden meghatarozni
J6 szabalyok kinyerése

Az S; halmaz elemei segitségével egy dontési fat készitettem. A dontési fat
iterativ bejarva kinyertem abbdl a fa egyes csomdpontjaira vonatkoz6 szabalyok
rendszerét. A szabaly R egy olyan objektum, ami tartalmazza melyik attribGtum mekkora
kiiszobértékénél kell nagyobb, illetve kisebb értéket felvenni, valamint a szabaly éaltal
meghatarozott osztaly tipusat is. A szabalyok sokasagabol azonban csupan a legerésebb
szabalyokra volt sziikségem. A leger6sebb szabaly meghatarozasa soran az Egyetertési

aranyt, valamint a Reprezentativitast (Coverage) vettem figyelembe.

Egyetértési arany: Egy szabaly egyetértési ardnya a csomopontban talalhato
elemek megoszlasabdl hatarozhaté meg. Legyen a az adott csomopontban tébbségben
1év6 elemek halmaza, mig 8 a Kisebbségben allé egyedhalmaz.

||

la U Bl

Egyetértési arany =

Reprezentativitast: Egy szabalyt reprezentativnak neveziink, ha a csomépontban
szereplo elemek szama magas.

la U Bl

Reprezentativitas = o
i

Kulon-kiilon egyik kritérium sem elegendé a szabaly megfeleléségére, azonban
egyutt mar definialni tudjak azt. A szabalyokat tehat sorba rendeztem a fent emlitett
kritériumok alapjan, majd kivalasztottam bel6liik a legjobb N darabot a két metrika

egyuttes alkalmazasaval. Az igy eldallt halmazt a j6 szabalyok halmazanak nevezem.
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Eves bevétel Rys4

<1200 e Ft 1200-2500 e Ft > 2500e Ft

Blintetett elGéletd ? Munka id6 Ingatlannal rendelkezik ?

Igen <2év >= 2 év

Igen

Nem
R3,4

Rendelkezik
autdval ?

Nem

2

Rendelkezik

autoval ?

R,

Nem Igen Nem lgen

# R4 R;

Munka id6

<4é >=4 éy
4 év R,

Rendelkezik
autoval ?

9. dbra Dontési fa szabalyainak kinyerése

Az abran egy dontési fa lathat6, melybdl a kivalasztott csomdpontok €s élek
alkotnak egy szabalyt. A dontési fakban szamos szabdaly talalhat6 meg, azonban a
szabalyok josaga nagyban kiilonbozik. A fenti abran lilaval jelolt élek mutatjak a négy

legerésebb szabalyt mely a dontési fAban megtalalhato.

Szabaly R1
Node;:4,34  Node,:1,7 Nodeg:5,4 Node;;:4,3 Node,5:0,3
Node;:1,34 Node,:2,1 Nodeg:3,3  Node,s:1,2  Node,;:0,4

10. abra Az R1 szabdly felépitése

A 10 4bréan egy szabaly talalhato, mely elsd sora tartalmazza azon csomopontokat,
melyben szereplé értékeknél nagyobbnak kell lennie, mig a méasodik sor azokat a

csomépontokat, melynél kisebbnek kell lennie az aktualis elem attribdtumainak.
Szabalyok alkalmazasa:

Amint meghatéroztuk a Si részhalmazhoz tartoz6 szabalyokat, akkor a szabalyok
segitségével meg kell hatarozni, hogy az dsszes tébbi részhalmazba tartozé elem melyik
osztalyba tartozna. Az eredmények kdvetésére K-1 darab ErrorResultk nevii vektorban
tartjuk nyilvan, hogy helytelenil lett-e osztalyozva az adott elem. A szabalyok

alkalmazésa soran harom lehetséges kimenetel van: (1) Abban az esetben, ha a szabaly
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illeszkedik az elemre és helyesen megtudja hatarozni az osztalyat 0 értéken hagyjuk az
ErrorResultx értékét. (2) Ha a szabaly illeszkedik az elemre, de helytelendl definiélja
annak osztalyat akkor pedig 1-re allitjuk. (3) Amennyiben egy szabaly sem illeszkedett
az adott sorra, akkor sem mddositjuk a valtozot, az tovabbra is 0 marad. A megfelelé
szabalyok kivalasztasaval ebben az esetben a széls6séges, am helyes eértékek
osztalyozatlanok maradnak, mivel egy szabaly sem illeszkedik rajuk, mig a zajos
egyedekre pedig illeszkedni fognak a szabalyok azonban helytelenil hatarozzék meg
annak osztalyat. Az egység végére érve tehat az adathalmaz minden egyes soréara
megprobaltuk K-1 alkalommal meghatarozni a megfelelé osztalyt a szabalyok
alkalmazéasaval. Az eredményeinket pedig a K-1 darab ErrorResultx nevii vektorokban

taroljuk, melyeket egy ErrorResult nevii attribUtumba 0sszegzink.

37.027 5.765

35.345 0.4567

5 35.387 9 4.456 876 1 1 0 0 0 1

3.tablazat Az adathalmaz a szabalyok alkalmazasat kovetden

A 3. tablazatban az adathalmaz szabalyok alkalmazasat kovet6 allapotat mutatja
be, a 2 és 3 indexel rendelkez6 elemek zajosnak tekinthetdk, és az algoritmus elfogja
tavolitani azokat a kovetkez6 1épésben, ennek oka a K darab szabaly alkalmazasok soran
sokszor hibasan allapitottak meg a szabalyok az adott elem cimkéjét, mely hibaszam

magasabb volt, mint amekkorat az E v megenged.

3.3 Szirések

A rendelkezésre all6 adathalmaz ErrorResult attributumat alapul véve
hatarozhatjuk meg a modell altal egész biztosan helyesnek, illetve zajosnak itélt elemeket
is. Abban az esetben, ha az ErrorResult attribGtum értéke 0 értéken maradt az azt jelenti,
hogy az eltérd szabalyok halmazai rendre helyesen tudtdk meghatdrozni az osztalyat.
Azon elemeket tehat, melyek helyességében biztosak vagyunk Kigytijtjik és elhelyezziik

a Tiszta adathalmazban (C). Egy elére meghatarozott érték segitségével meghatarozzuk
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azt a ELtr kiszobértéket, melyet meghaladd ErrorResult attrib(tum értékkel rendelkezé
elemeket Zajosnak definialunk, és eltavolitjuk Oket az adathalmazbdl (DS). A Zajos
adathalmazba (F) kertilnek a zajosnak detektalt elemek, ezen elemek tarolaséra csupén az
algoritmus végén 1évo kiértékeléskor lesz sziikség, hogy mérni tudjuk a modelliink
sziirési teljesitményét. Mindazonaltal, ha az adathalmazb6l eltavolitandnk az 6sszes
helyes elemet, igy nem maradndnak benne referencia elemek, melyek segitségével a
tovabbi iteracibkban megalkothatnank a jo szabalyok halmazat, valamint a
kiegyensulyozatlansag is, mint probléma megjelenne. A probléma megoldasaként a C
adathalmaznak PB szézaléknyi elemét visszahelyezziik az eredeti adathalmazba.

3.4 Kiértékelés:

Az iteracio végeztével tehat harom adathalmaz all eld: a részben zajos, a tisztitott,
valamint a csupa zajos elemeket tartalmazo adathalmaz. A cél az lenne, hogy az iteraciok
egészen addig folytatodjanak, amig az 6sszes zaj kisziirésre nem keriil, azonban konnyen
korruptélodhat a modell és igy végtelen ciklusba kertlne, ennek kikiiszobolése celjabol
egy kalon kilépési feltételt hataroztam meg. Legyen T az aktualis iteracids soran kisziirt
zajos elemek szdma, tovabba To az eggyel korabbi iterdcioban megtalélt zajok szama.
Amennyiben T; < T, 0,01 abban az esetben modell mikédése leall. A modell
miikodését szamos metrikaval lehet mérni, a két legfontosabb azonban a detektalt zajok

aranya, valamint a zajsziir6 modell hatasa a komplett gépi tanuld rendszer miikodésére.

3.5 Kiegészités: Kiegyensulyozatlan adathalmaz kezelés

Zajsziiré modellek esetén kivaltképp fontos a kiegyensulyozatlan adatok kezelése.
A fejezetben bemutatott EPF modellem miikodése soran is kiemelt figyelmet kapott a
feladat. A zajszir6 modellbe készitettem egy kiegészité részegységet, melyet

kiegyensulyozatlan adathalmazok esetén alkalmazok.

Kiegyensulyozatlan adathalmazok kezelésére a 2.5 fejezetben bemutattam a
legjelentdsebb technikadkat. A zajsziirési feladat megoldésa sordn a feliil mintavételezés
tlinik a legjobb megoldasnak, alul mintavetelezés jelentés informacio veszteséggel jarna,
melyet a zajszlirési szakaszban nem engedhetiink meg. A tGlmintavételezés soran a
kisebbségben 1év0 osztaly elemeit a SMOTE mddszer segitségével megnoveljik. A
folyamat sordn fontos, hogy nem szabad a kisebbségben 1év0 adathalmaz elemeit

jelentdsen megndvelni, melynek oka, hogy a SMOTE alkalmazésa soran nem tudhatjuk,
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hogy a minta elem valéjaban zajos volt-e vagy sem. Amennyiben rendelkezésre allnak
historikus adatok korabbrol, gy meghatarozhat6 az ideélisra novelhet6 Kisebbségben

1év6 adathalmaz arénya.

— i o

Kiegészitéd modul kiegyensilyozatlansag
esetén

S

MmN

1 31,027 52 5765 123 1 1 ] a o a
4 35,345 45 Q4567 233 o ] ] (] ] 1]
-] 35387 L] 4456 BTG 1 1 ] a i} 1

11. dbra Az elkészitett EPF miikodési folyamata

A 11. abrén az EPF mikodése lathatd, az abra roviden Osszefoglalja a szlird
miikddésének a fObb lépéseit és Gsszefliggd képet ad rola.
3.6 Zajsziirési eredmények

Az EPF zajsziir6 modell miikodését teszteltem harom adathalmazon. Ahogy az 11
abran lathat6 a modell rendkivil jé teljesitményt nyQjt egészen addig, mig a helyes mintak

szama meghaladja a zajos elemekét. Ellenkez6 esetben az algoritmus a zajos elemeket
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tekinti helyesnek és a kulon-kulén megalkotott szabalyok mar a zajos elemekre fognak

illeszkedni.

A diagramon lathaté a modell teljesitménye, az X tengelyen taldlhaté az
adathalmaz zaj szintje, mig az Y tengelyen a megtalalt zajos elemek arénya lathaté a 3
adathalmazon. Ezen zajszir6 modell teljesitménye jelentdsen feliil mulja a korabban

bemutatott All KNN modellt 50 % -nal kisebb zajszintig.

Az EPF zajsz(irési pontossaga
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12. &bra Az EPF zajsziirési pontossaga

Zajsziirés esetén nem lehetiink teljesen biztosak abban, hogy a modelliink csak a
valoban zajos egyedeket sziiri ki. Bizonyos esetekben az olyan szélsdséges esetek is
elimindlédnak, melyeket a modell nem tud megkiilonboztetni megfeleldképpen a zajos
egyedektdl. A helyteleniil kiszlirt esetek szdm nagyban fligg az adathalmaz
karakterisztikajatol is, minél kevesebb a sz¢élséséges elem, anndl kevéshé fenyegetett az

eliminalastol.
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Helytelendl kiszdrt zajok

90%

°
80%
70% >
60% .
50% °
s
40%
° °
30% B *
°
20% °
[ ) r e
10% s
0%
0% 20% 40% 60% 80% 100% 120%

® Adult @ CreditCard PulsarStar

13. dbra A modell iltal helyteleniil kisziirt zajok arianya
A 13. abran az X tengely mutatja az EPF modell altal zajosnak talalt esetek aranyat

a teljes adathalmazhoz viszonyitva, mig az Y tengely a zajként detektalt elemek kozt

szereplé hamis pozitiv elemek aranyat.
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4 Zajsziirési mérések kiilonbozo adathalmazokon

A 3. fejezetben bemutattam az altalam elkészitett és implementalt zajsziiré modell
felépitéseit és miikodésiik hatterét. Azonban fontos megmutatni, hogy az elméletben
helyesnek tiné modszerek a kiilonféle adathalmazokon vald alkalmazas soran is

megfelelden teljesit és kisziiri az adathalmazban talalhat6 zajok jelentds részét.

4.1 Komplex gépi tanulo rendszer

Jelen alfejezetben a zajsziird modellek teljesitményének visszamérését fogom
ismertetni, valamint az ehhez sziikséges elokésziileteket. Mint a fejezet bevezetdjében is
emlitettem nehéz hozzajutni olyan zajos adathalmazhoz, melyen késébb visszamérheto a
modelliink, ezért sajat magam hoztam létre zajos adathalmazokat. Az 4.2 fejezetben
bemutatott adathalmazokbol készitettem kiilonb6zé mértékben zajos példanyokat. A
zajmentes adathalmaztdl egészen a 50 %-ban zajos adathalmazokig 5 %-os léptékkel
hoztam létre Uj zajos adathalmazokat, melyeken alkalmaztam a modellem. Az adathalmaz
eredeti  osztalycimkéit azonban  megtartottam, melyek az  ellenérzéshez
elengedhetetlenek. A zajsztir0 rendszerek a komplex gépi tanuld rendszer egy
részegységét alkotjak csak csupan. A mérések soran adathalmazonként meghataroztam
egy optimalis gépi tanuld modellt a megfelelé paraméterekkel az osztalyozas
végrehajtasara. Osztalyozas Iéven a RandomForest [6] modellt hasznaltam predikciora,
azonban a modell hyperparaméterei a harom adathalmaz esetén eltéréek voltak. A

zajszlrd rendszerem kiértékelése a kovetkezd folyamatok soran tortént meg

28



Cimkézetlen
teszthalmaz

=) >

14. abra A komplex gépi tanulé rendszer miikodése

A komplex gépi tanuld rendszer miikodését szemlélteti a 14. abra, mely soran
rendelkezésiinkre all egy zajos adathalmaz, és két teszthalmaz, egy cimkézetlen, melyet
a predikciokhoz hasznalunk fel, mig a cimkézett teszthalmazt az ellenérzéshez. A zajos
adathalmazon alkalmazva az EPF zajsziir6 modellt elall a tisztitott adathalmaz a gépi
tanulo algoritmus szamara. A modell tanité mintaként felhasznalja a tiszta adathalmazt,
majd predikcidkat készitiink a cimkézetlen teszthalmazon. A rendszer kiertékelését az
ellenérzés soran végezziik el a valos cimkéket tartalmazo teszthalmazt felhasznalva

Osszevetjuk a predikalt illetve valos eredményeket.

4.2 Zajsziiréshez felhasznalt adathalmazok

Predicting Pulsar Star:

Az adathalmaz a High Time Resolution Universe Survey keretei kozt lett
létrehozva. A cél, hogy a 8 attribatum segitsegével el tudjuk donteni, hogy egy csillag
pulzér csillagnak tekinthet6-e. A pulzar csillagok olyan neutron csillagok melyek erds
magneses tevékenységei a foldrél is mérhet6k. Az adathalmaz 17898 darab mintat

tartalmaz, melybdl 10% reprezentalja a pulzar csillagokat [17].

Adult Income Dataset:

Szdmos kiilonb6zé amerikai tarsadalmi rétegb6l szdrmazd nagykoru személy
adatait tartalmazza az adathalmaz. Az adathalmaz segitségével meghatarozhatjuk azon

személyes tulajdonsagokat, attributumokat, melyek jelentésen befolyasoljak a fizetést. A
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korabbi adathalmazokhoz hasonléan jelen esetben is binaris osztalyozas (éves szinten
50,000%-nal magasabb fizetés, vagy alacsonyabb) végezhet6. Az adathalmaz 14
attribGtumot tartalmaz, melyek demografiailag képesek leirni egy személyt. Az
adathalmaz 45225 darab mintéat tartalmaz, melyben az osztalyok arénya kiegyenlitettnek
mondhat6 [18].

Credit Card Fraud Detection:

Az adathalmazt egy belgiumi Machine Learning kutatd csoport szolgaltatta, a
Credit Card Fraud Detection adathalmaz val6s adatokat tartalmaz, melynek egyik jelent6s
hatranya, hogy a bank, valamint a partnerek személyes adatainak védelmében az
adatokon PCA transzformaciot végeztek. A transzforméacio eredmenyeként a valtozok
neveit V + sorszamra cseréltek, értékeik pedig egy titkositott transzforméacios fliggvény
eredményei. Az adathalmaz 31 valtozot tartalmaz, melybdl 30 numerikus €s 1 kategorikus
valtozd. Az adathalmaz 284807 darab tranzakciot tartalmaz, melybdl 492-t soroltak a
csalas kategoriaba. A csalasok szdma 0,17% a teljes tranzakcio szamhoz viszonyitva. Az
adathalmaz kiegyensulyozatlansagat a modell épitése, valamint a zajsziirés soran kezelni

kell a kordbban ismertetett modszerek segitsegével [16].

4.3 Meérési eredmények vizualizalasa adathalmazonként

A 4.2 alfejezetben ismertetett adathalmazokon méréseket végeztem a zajsziird
modellek teljesitményének helyességével kapcsolatosan az egész rendszerre nézve. A
mérés soran a 4.1 alfejezetben bemutatott mddszereket kdvettem végig, és a meérési

eredményeket adathalmazonként publikalom.

Predicting Pulsar Star adathalmaz:

Az Pulsar Star adathalmazon végzett mérések kovetkeztében a gépi tanuld

rendszer teljesitménye az alabbi abran megtalalhaté:
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A gépi tanuld rendszer pontossaga
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15. dbra A Pulsar Star adathalmaz pontossaga

Az EPF teljesitett a legjobban egészen egy bizonyos toréspontig, melytdl kezdve
teljesitménye jelentdsen lecsokken. Az All kNN esetén is megfigyelhetd a teljesitmény
csokkenés, azonban annak mertéke egyenletes szemben a partitioning filterével. Mindkeét
modell alkalmazésaval teljesitmény javulast értiink el az adathalmazon alkalmazva. A
Normal modell esetén nem végeztem zajszlrést €és igy a modellem a zajos adatokon

tanult, természetesen ennek a modellnek a pontossaga a legalacsonyabb.

Az aldbbi tablazat az komplex gépi tanuld rendszer eredményeit tartalmazza az

adathalmaz zajszintje, valamint kiegyensulyozatlansaga fuggvényében.

Zaj mértéke | C1/C2 Pontossag
10 0,963784109
10 20 0,962942272
50 0,975791434
10 0,956610801

20 20 0,9716946
50 0,97877095
10 0,951024209
30 20 0,966294227
50 0,97877095
10 0,895903166
40 20 0,905629423
50 0,966908752
10 0,433147114
50 20 0,480446927
50 0,508752328

4. tablazat: Pontossag a zaj és az osztalyok viszonya alapjan
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A 4.tablazat elsé oszlopa szemlélteti a zaj mértékét a Pulsar Star adathalmazon,
mig a masodik oszlop a két osztaly aranyat egymashoz képest a harmadik oszlop pedig a
komplex rendszer eredményét EPF zajszliré segitségével. Az eredmények alapjan a
modell teljesitményére pozitiv hatassal van az EPF modell zajsziirése kiegyensulyozatlan

adathalmazokon is.

Adult Income adathalmaz:

Az Adult adathalmazon végzett mérések kovetkeztében a gépi tanuld rendszer
teljesitménye az alabbi abran megtalalhatd, a modell jelen adathalmazon kdzel sem volt
képes olyan magas teljesitmeny elérésére osztalyozas terén, mint ami a Pulsar Start és a
CreditCard adathalmaz esetén megfigyelhetdé volt. Azonban a zaj sziir6 modellek

miikodésének hatasat az alabbi diagram is jol tikrozi.

A gépi tanuld rendszer pontossaga

100%
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80% e
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60% \
50%
40%
30%
20%
10%
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5% 10%  15%  20%  25%  30%  35%  40%  45%  50%

e NOrmal All kKNN EPF

16, dbra Az Adult adathalmaz pontossaga
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Credit Card Fraud Detection adathalmaz:

A gépi tanuld rendszer pontossaga

100% .
90% T

80%
70%
60% \
50%
40%
30%
20%
10%

0%

5% 10% 15% 20% 25% 30% 35% 40% 45% 50%

e N Ormal All KNN EPF

17. dbra A Credit Card adathalmaz pontossaga

A CreditCard adathalmazon alkalmazott modell pontossaga a kiilonbdz6 zajsziir6
maodszerek felhasznalasaval. Az X tengelyen a tanuld adathalmaz zajszintje talalhatd, mig
az Y tengelyen a modell végsd pontossaga. Osztalyozasi feladatok esetén a modellek
hatékony teljesitményét megfeleléen mutatd indikator a fedés, mely jelen esetben a
csalasokra vonatkozik, valamint a ROC gorbe alatti tertilet nagysadga (azaz AUC). A

kovetkez6 diagramok ezen értékeket szemléltetik.
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A gépi tanuld rendszer fedése
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18. dbra Fedés a CreditCard adathalmazon

Az abran lathatd a modell fedése eltér6 modellek alkalmazasa esetén. A legjobb
teljesitményt az EPF modell nyujtja, azonban rendkiviil magas zaj szint esetén egyre tobb
elemet szlir ki tévesen, és eléfordulhat, hogy a tévesen elimindlt elemek egy azon
osztalybol szarmaznak. A modell fedése az alabbi képlet segitségével hatarozhatd meg,
ahol TP a helyesen besorolt pozitivak, az FN pedig a helytelentil negativnak osztalyzott

pozitivak szamat jelenti.

TP

Fedés = ——
CAeS = TP L FN

A ROC gorbe alkalmazasaval grafikusan szemléltethetd egy osztalyozo
teljesitménye. A ROC gorbét abrdzol6 diagram X tengelyén a hamis pozitiv arany
talalhatd, mig az y tengelyen az valds pozitiv aranyt. A gorbén taladlhaté pontok egy
osztalyoz6 modell eredményeinek felelnek meg. A gorbe alatti teriilet nagysaga (azaz
AUC) szamszerlien is megmutatja az osztadlyozd modell teljesitményét, melyet a

kovetkezd képpen lehet meghatarozni:

e X= Hamis pozitiv arany ((TNF+FP))

e Y= Valo6s pozitiv arany ( F +FN))
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A gépi tanuld rendszer ROC gorbe
alatti terulete.
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19. Abra AUC a Credit Card adathalmazon

A Pulsar Star adathalmazhoz hasonléan a CreditCard adathalmaz is
kiegyensulyozatlannak tekinthetd. Méréseket végeztem annak érdekében, hogy
megvizsgaljam a zaj mérték és kiegyensulyozatlansag mértékének a hatasat a komplex
rendszer pontossagara.

Zaj mértéke c1/c2 Pontossag
10 0,963784109
20 0,984450241
50 0,989187199
10 0,981071429
20 0,98344703
50 0,989165329
10 0,981766653
20 0,985929976
50 0,988011637
10 0,946579053
20 0,960724318
50 0,983045746
10 0,357042536
20 0,404745185
50 0,453726926

5. tablazat: Pontossag a zaj és az osztalyok viszonya alapjan
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Az 5. tablazat els6 oszlopa szemlélteti a zaj mértékét a Credit Card adathalmazon,
mig a masodik oszlop a két osztaly aranyat egymashoz képest a harmadik oszlop pedig a

komplex rendszer eredményét EPF zajsziird segitségével.

4.4 Mérési eredmények 6sszegzése

Az adathalmazokon végzett mérések eredményei egyértelmiien bizonyitjak az
EPF alkalmazasanak eldonyeit zajos adathalmazok esetén, ezt erdsiti meg az alabbi
diagram, mely a EPF-el sziirt tanulé adathalmaz és a zajos adathalmazzal tanitott rendszer

pontossaganak relativ csokkenését mutatja.

Relativ pontossag csokkenés
60%
50%

40%

30%

20%

i
I e Il

0%
5% 10% 15% 20% 25% 30% 35% 40% 45% 50%

M Zajos tanul6 adathalmaz W Zajsz(irt tanuld adathalmaz

20. dbra Relativ pontossag csokkenése zajos adathalmazok esetén

A 20. dbra X tengelye a tanulé adathalmaz zajossagat azonositja, mig az Y tengely
a zajos tanul6 adathalmazzal tanitott modell relativ pontossag csokkenését (RLA)
szemlélteti. Megfigyelhetd, hogy egészen 35%-ig az EPF modellt hasznalva szinte
eltekinthetiink az adathalmaz zajos eredetétél, mivel a modell kivalé mitkédésének

kdvetkeztében a zajok pontossagra gyakorolt hatasa elenyészo.
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5 Osszefoglalas

A kutatdsi munkdm sordn megismerkedtem az osztalyozési feladatok soran
jelentkezd zajokkal, valamint azok csoportositdsaval. A zajok kezelését és a meglévo
zajsziré algoritmusok tanulmanyozasat kovetéen a munkdmat az All KNN és a
partitioning filter részletes elemzésével folytattam. Sajat zajsziir6 modellem megalkotasa
soréan a partitioning filtert vettem alapul, és elkészitettem az extended partitioning filter
zajsziir6 modellt. Az altalam elkészitett modellben mddositasokat es kiegészitéseket
alkalmaztam az eredeti partitioning filter miikodéséhez képest, ezzel jO teljesitményt
elérve kiegyensulyozatlan adathalmazokon is. A modell helyességét meérésekkel
tdmasztottam ala harom Kkilonb0zé adathalmaz alkalmazasaval, ahol két masik
megoldassal vetettem 6ssze a modellemet. Merések soran bebizonyosodott, hogy az

extended partitioning filter teljesitett a legjobban.

A szakirodalomban szamos cikk foglalkozik az adathalmazokban talalhato zajok
kezelésével, am ezek nagy része az attribitumokat érintd zajokra irdnyul. A kutatasi
munkam azonban a kevésbé ismert cimkézési hibakbol eredd zajokkal és azok megfeleld

kezelésével foglalkozott.
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