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Absztrakt

A logisztika a civilizaciok velejaroja. Mar a romai hadseregben is voltak ,,logistak™ akik
a légiok ellatasarol gondoskodtak. A bizanci birodalom irasaiban is definialtdk a logisztika
feladatait. Az elmult évtizedekben jelentdsége felértékelddott. Ennek szamos oka van, mint
példaul a szétteriilo ellatasi lancok, a kiszolgalasi szinttel tdmasztott magas elvarasok és a
modern értékalkotési lancok sziikségletei.

A logisztika fogalma két nagyobb részre bonthatd. Az egyik a fizikai mozgésokkal
(vallalati telephelyen beliili un. intralogisztika ¢és wvallalati telephelyen kiviili un.
extralogisztika), a masik pedig a fizikai folyamatokhoz sziikséges informacidéaramlassal
foglalkozik. Az intralogisztikai folyamatok koziil a legfontosabb a komissiozas, mert egy
raktar koltségeinek koriilbeliil 50%-at teszi ki. A komissidzas tamogatasara tobb modszer és
technologia 1étezik (pl. tobb Iépcsds komissiozés, komissiozod gépek, pick by light
rendszerek stb). Az altalam kivalasztott probléma azzal foglalkozik, hogy az aru olyan
tarhelyre keriiljon, ahonnan hatékonyan megoldhaté a kigyujtés a listdn szerepld tobbi
termék fiiggvényében. Ezt hivja a szakirodalom tarhely-kijel6lési problémanak (storage
location assignment problem-SLAP), melynek jo megoldasa, jelentés mértékben csokkenti
a komissiozo agens (gép/ember) tarhelyek kozotti mozgasi iddsziikségletét.

Kutatasaim soran részletesen vizsgaltam a komissiozas kérdéskorét, kiemelten a SLAP
problémat. Megvizsgaltam az iparban jelenleg hasznalt, legelterjedtebb modszereket,
tovabba vizsgaltam tanulmanyokat az elmult 5-10 évben megjelent 0j megkdzelitésekrol.
Készitettem egy sajat, genetikus algoritmusokon alapul SLAP megold6 algoritmust,
melynek teljesitményét tobb tesztesetet vizsgalva Osszehasonlitottam az alabbi
modszerekkel:

e a ma leginkabb elterjedt ,,véletlen betarolds” modszerével, ami kontrollként is
szolgal,

e aPareto-elv alapjan miikddé ,,ABC” betarolasi stratégiaval, és

e egy datamining modszereken alapuld heurisztikus megkozelitéssel.

Kutatdsaim soran Ch. Kamset ¢és P. Meesuk 2014-ben megjelent raktarmodelljét
hasznalom, melyre szdmos tanulmany hivatkozik. Java kornyezetben implementaltam a
raktarmodellt €és a betdroldsi stratégidkat, melyeket aztan kiilonb6zd paraméterekkel
rendelkez6 raktaregyedeken vizsgaltam. A heurisztikus megkdzelitésnél a datamining
feladatokat R-ben végeztem, egy un. apriori algoritmus segitségével. Ezen apriori
algoritmus hasznéalatdhoz mindsitett internetes forrasokat hasznaltam.

Az altalam hasznalt arucikkeket és megrendelési adatokat az R-szoftver ,,Groceries” nevii
adatbazisa szolgaltatja. 165 terméket és ezen termékekhez tartozo tobb ezer megrendelést
tartalmaz ez az adatbazis. Ezen adatokat bontottam ,,leave one out” keresztvalidacios logika
mentén tanitdé- és teszthalmazokra, és teszteltem le az egyes betarolasi stratégiakon.
Teszteket végeztem kigylijtési tavolsag és kigylijtési id6 minimalizalasara egyarant.

Alapvetden horizontalis komissiozasi példakat vizsgéltam, vagyis a komissiozas dontden
egy vagy két szintrdl zajlott, igy a komissiozési iddsziikséglet is kétdimenzids mozgéasokra
korlatozodik. A szinteken kiviil vizsgaltam, hogyan hat az eredményekre az allvanysorok
sorszdm/sorhossz arany valtoztatésa.

A genetikus algoritmus tesztelése soran szamtalan érdekes jelenség mutatkozott, a
populacid nagysag, a mutacios paraméterek, az elitizmus és a belterjesség tekintetében.
Ezekbdl a tapasztalatokbdl egyre hatékonyabb algoritmusokat lehet 1étrehozni.

Kigytijtési tdvolsagok minimalizasanal az ABC elemzés volt a legsikeresebb, a genetikus
algoritmus akkor tudott jobb eredményt elérni, amikor a tarhelyek szdma tobbszordsen
meghaladta az arucikkek szdmat. Azonban az dsszetettebb kigylijtési id6 minimalizalasanal
mar jelentésen hatékonyabb volt a genetikus algoritmusom.



A kutatasok folytatasara szamos tervem van. A modell és az algoritmusok nagyobb,
valos, céges megrendelési adathalmazokon valo tesztelésével még jobban megismerhetem
a megoldasi lehetdségek tulajdonsagat és hatékonysagat. Tovabba a jovében vizsgdlnam a
neuralis halok alkalmazasat a problémara.



1. Bevezeto

1.1. A logisztika szerepe napjainkban

Napjainkban a vilaggazdasag és globalizalodo értértékalkotasi lancok egyre nagyobb
elvarasokat tamasztanak a logisztikai rendszerekkel szemben, tigy mint:

e nagy szallitasi gyakorisag jellemzden kisebb tételekben,
e alacsony logisztikai koltségek,

e rovid atfutasi 1dok,

e magas rendelkezésre allas stb.

Ezek az elvarasok megkovetelik a logisztikai rendszerek fejlesztését
géptechnoldgiai, szervezéstechnikai ¢és informatikai téren egyarant. Szamos példat
talalhatunk arra, hogy azok a vallalatok, amelyek ezeket a kihivasokat hatékonyan oldjak
meg, jelentds elényt szereznek a versenytarsaikkal szemben.

1.2. Az ellatasi lancokrol és a raktari folyamatokrol

Modern vilagunk vérkeringését a logisztika altal mikddtetett ellatasi lancok adjak.
Az ellatasi lanc (supply chain) ,,egy olyan hurok, mely a vevonél kezdddik, és nala
fejez6dik be” [1]. A vevonél kezdddik, hiszen & hatarozza meg, hogy milyen
termékekre/szolgaltatasokra van sziikség. Ez az informacié az adott termékek gyartdin
majd azok beszallitoin keresztiil 1épcs6zetesen egyre ,.tavolabb” keriil a primer vev6tol
egészen a nyersanyagok szintjéig. Onnan aztdn anyagaramlas indul el, mely folyamat
soran az anyagok szamos cégen, miiveleten keresztiilmennek, mignem végeredményként
a vevé megkapja az altala kivant terméket [1].
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1. 4bra: Ellatasi lanc,
forras:https://s3.amazonaws.com/assets.datacamp.com/production/course_8835/slides/c
hapterl.pdf

Az ellatasi lancban fontos szerepe van a raktaraknak. A raktarak két alapvetd feladata,
hogy athidaljak az igény és az eldallitas kozti idébeli és térbeli kiillonbségeket, Hiszen
nem valdszinii, hogy ha nekem sziikségem van valamire, akkor az ott abban a pillanatban
kertil legyartasra, amikor én azt szeretném, de jo eséllyel van a kozelben egy vallalat,
amely rendelkezik készleten azzal a termékkel, amit én szeretnék megkapni [2].

A lean filozofia és a JIT elterjedésével az ellatasi lanc szerepldi igyekeznek egyre
kisebb készleteket tartani, aminek hatasara jelentésen csokkentek a raktarkészletek.
Ugyanakkor semmilyen iparagban sem lehet teljesen raktarmentes mitkodést kialakitani,



hiszen mindig lesznek ingadozasok az egyes logisztikai rendszerekben, valamint mindig
lesznek olyan kritikus fontossagu termékek, melyek rendelkezésre allasa 100%-kozeli
kell, hogy legyen [2] [3].

A raktarkészletek méretének csokkenése nem jelenti a logisztikai rendszereken
araml6 aruk volumenének csokkenését. Epp ellenkezbleg, a rendszereken aramlé aruk
mennyisége no, a készletek forgési sebessége pedig felgyorsul, igy nincs sziikség allando
nagy készletre. Ugyanakkor ez a felgyorsult forgasi sebesség nagy plusz terhet jelent a
raktari folyamatoknak, melyek igy rakényszeriilnek hatékonysaguk javitasara.

A legfontosabb raktéri folyamat a komissiozas, melynek koltségei a raktari koltségek
felét is kitehetik. A koltségek mellett kritikus a folyamat atfutasiidé-sziikséglete, hiszen
a megrendelés-teljesitések atfutasi idejének jelentds hanyadat is ez teszi ki. Ezen okok
miatt kiemelten sziikséges a komissiozasi folyamatok hatékonysaganak javitasa.
Dolgozatom {6 célja, hogy a komissiozo rendszerek munkajat segitsem, hatékonysagat
noveljem egy azokat tamogaté 01j, hatékonyabb megkdozelitéssel [2].

1.3. Személyes motivdcio

Abban, hogy a téma kutatasaba kezdjek, két tényez6 jatszott szerepet. Az egyik ok,
hogy logisztikaban dolgozd6 mérnokként az egyes folyamatok rendszerszinti
optimalizalasa a f6 feladatom, és kiemelten érdekelnek az informatikaban tovabba a
modern algoritmusokban rejlé lehetdségek. A masik ok, hogy egy kiilsé cég felvetette
szamomra a tarhelykijeldlési problémat, mint kutatando kérdéskort, €s minél inkabb
beleastam magamat a témaba, annal inkabb megfogott.



2. Szakirodalmi attekintés

2.1. Komissiozas, betarolas és tarolds

A raktari folyamatok kihatassal vannak az egész ellatasi lancra. Harom fontos raktari
folyamatot érdemes kiemelni: a betarolas, a tarolas és a komissiozas. Altalanossagban a
legfontosabb a komissiozas, ami az aruk kigytjtésével foglalkozik. Nagyban befolyasolja
a komissidzas teljesitményét az aruk raktarba torténd betarolasa, hiszen a betarolas
hatarozza meg a késobbi komissiozas altal érintett lokacidkat. A tarolas modja, a tarolasi
rendszer pedig, meghatarozza ezen folyamatokat, kezdve az anyagmozgatishoz
sziikséges eszkoztdl, az alkalmazhatd szervezéstechnikai megolddsokon at, a fizikai
paraméterekig, hogy mekkora tavolsagokkal és fér6helyekkel rendelkezik a rendszer [4]
[5].

A raktari komissiozas kérdéskorével el6szor T. Gudehus [6] foglalkozott a 70-es
években. A komissiozasi rendszerekben szdmos vizsgdlandod kérdés felmeriil, mint
példaul:

o a komissi0z6 rendszer miikddési stratégidja,

o akomissidzasi rendszer teljesitménye,

o aleaddhelyek pozicidja €s a keresztfolyosok szdmanak hatdsa a komissidzasi
id6sziikségletekre,

o akomissiozasi utvonalak,

o atarolasi technologia,
az anyagmozgatasi technolégia.

Magyar nyelven a témardl legatfogdbb mii Dr. Prezenski Jozsef Logisztika I-1I cimii
konyvei [7] [8]. Tovabba Dr. Bona Krisztian Anyagmozgatasi és raktarozasi folyamatok
cimi jegyzete is bepillantast nyjt a témaba[4].

2.2. Genetikus algoritmusok

Az optimalizalas a logisztika alapvetd feladata. Tobb paraméter valtoztatasa altal
kinalt szamos lehetdség koziil ki kell valasztani a legmegfelelobbet. A lehetséges
megoldasok alkotjak az un., keresési teret (search space). A célallapotot pedig a
célfiiggvény felirasaval és megoldasaval probaljuk meg meghatarozni. [9]

Az 1950-es 60-as években matematikusok kezdték el kutatni az evoluciot ugy, mint
egy nagyon sok paraméterrel rendelkezd problémara vald optimalizacios folyamatot. Az
1990-es évek elején pedig kialakult az evolucids szamitds tudomanyteriilete, melynek
harom f6 valtozata van: [10]

o Genetikus algoritmusok
o Evoltciods stratégiak
o Evoltciés programozas

Ezek koziil, a genetikus algoritmusok terjedtek el a legszélesebb korben. A GA-k
milkodése a darwini evolicios elméleten és a genetika alapjain nyugszik. [11] A
genetikus algoritmusok alapjait elészor John Holland publikalta 1975-ben, utana pedig
sorra jelentek meg a tanulmanyok a GA-k tulajdonsagairdl és felhasznalasi lehetdségeirdl
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[12]. Konkrét példakat a tarhelykijeldlési problémaval kapcsolatban a 2.3-mas fejezetben
mutatok be. Ugyanakkor példaul a B. Molnar PhD dolgozataban a tarhelyfelkeresési
problémara alkalmazza, de a mérnoki tudomanyok mas teriiletein is hasznaljak [12].

2.3.A SLAP probléma és megoldasai

A raktari tarhelyallokacios probléma (storage location assignment problem, ezentul
SLAP) alapja az a kérdés, hogy ,,hogyan rendezzem el a raktarban a termékeimet ugy,
hogy komissiozasnal a lehetd legkdzelebb legyenek egymashoz a kigytijtend6 termékek.
Tételezziik fel, hogy van X1, Xz, ...xx termékiink, illetve van egy haromdimenzios
raktarunk tarhelyekkel yij. ahol j a sorok szama i az oszlopok szama €s z az oszlopok
magassaga. (Olyan eseteket vizsgalok majd, amelyekben a tarhelyek szama meghaladja
az elhelyezendd termékek szamat.) Tovabba vannak L listak, melyekben xi termékek
vannak L={ Xa, Xb, ...xr }. L tetsz6leges szamu terméket tartalmazhat x-b6l. A SLAP 6
kérdése az, hogy hogyan helyezzem el x1, X2, ...xx termékeket Vyij. allvanyrendszerben,
hogy az L listak kigytijtési ideje/tavolsaga (lehet mas paraméter is, de ez a legjellemzobb)
kedvez6 legyen. A 2. dbra szemléltet egy komissidzast, mely sordn egy valamilyen
meghatérozott itvonalbejarasi algoritmus alapjan a komissidzo6 agens felkeresi azokat a
tarhelyeket, ahonnan a listan szerepld adott mennyiségli elemet ki kell gytijtenie.
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2. ébra: lista komissiozas raktarbol S-shape Gtvonal alapjan, forras: New model of
the storage location assignment problem considering demand correlation pattern [13]

Az altalam talalt legrégebi forras, ami a tarhelykiosztasi problémaval foglalkozik, W.
H. Hausmann: Optimal storage assignment in automatic warehousing system cimii 1976-
ban kozolt cikke, melyben részletesen definialja a problémat és hatékony metddusokat ir
le annak megoldasara [14]. Az egyik ilyen megoldasnak az osztalyalapu tarolast irja le,
melynek egyik tovabbfejlesztett fajtajat, a pareto elvre épiilé ABC tarhelykiosztast én is
modelleztem egy a tovabbiakban bemutatott tanulmany altal leirt modon [14] .

A SLAP-ot E. H. Frazelle 1989-ben és egy NP nehéz problémanak mindsitette a
termékek szama és a raktar tarolasi jellemz6i miatt. [15] A probléma tovabb bonyolodik,
ha a termékek és a raktdrhelyek szama megegyezik. Ebben az esetben kvadratikus
allokacios problémaként definialtak [16].



Leginkabb az osztalyalapt, a dedikalt és a véletlenszerti tarhelykiosztas elterjedt, [17]
ugyanakkor szamos modernebb megoldas is sziiletett a problémara az elmult évtizedben.
Az International Journal of Industrial Engineering Computations cimt folyo6iratban
2019-ben megjelent egy cikk, amely feldolgozza a téma addig megjelent szakirodalmat,
a SLAP problémara alkotott modern algoritmusok tekintetében. [18] A cikk szerzoi
2005 és 2017 kozott megjelent 71 tanulmany eredményét dolgoztak fel. Tobb szempont
szerint csoportositottak a modszereket, mint példaul az optimalizalni kivant paraméter
(tavolsag, 1do, infrastruktaraterhelés, emberi tényezok stb.), tovabba az alkalmazott
modszer alapjan (egzakt, heurisztikus, metaheurisztikus, szimulacidalapu, stb...). [18] E
tanulmany alapjan vizsgaltam meg tobb modszert, melyekbdl kiindulva alkottam meg a
sajat algoritmusomat. Tovabba kivalasztottam par algoritmust, melyekkel 6ssze is tudtam
hasonlitani a médszeremet.

Tobb kutatast is talaltam, melyek hasznaltak a SLAP megoldasara genetikus
algoritmusokat. Az Atlantis Press folyodiratban 2017-ben megjelent egy tanulmany
,,Optimization of Automated Warehouse Location Based on Genetic Algorithm” cimmel.
A tanulmanyban sok fontos észrevételt tesz a genetikus algoritmusokkal és azok
hatékonysagaval kapcsolatban, ugyanakkor mivel az optimalizalandd cél a jobb
tarhelykihasznaltsag és csak specialis automata raktarakat vizsgal a modelljeiben, ezért a
kutatasa jelentésen eltér az altalam vizsgalandoé altalanosabb esetekt6l [19]. Egy 2019-es
amerikai tanulmany hatékonyan alkalmazta a genetikus algoritmusokat a komissiozas
tamogatasara specialis gordiild allvanyos automata rendszerekben. A tanulmany
tapasztalatai sokat segitettek abban, hogy kialakitsak egy altalanosabb (nem feltétlen
automata) rendszert, melyben sorosallvanyos tarolasi technologiat alkalmazok. (A
sorosallvanyos tarolasi technoldgia joval elterjedtebb, mint a gordiiléallvanyos.) [20]

Két, a sajatomtol meglehetdsen eltéréd modszer keltette fel leginkabb érdeklédésemet.
Ezeket a modszereket valasztottam ki arra, hogy Osszehasonlitsam Oket a sajat
algoritmusommal. Az egyik egy 2011-ben megjelent tanulmany, amely részletesen leirja,
hogyan alkalmazzak a pareto elvre épiildé ABC-analizist osztalyalapt tarhelykiosztasra,
amivel jelentds eredményeket érnek el [21]. A masik tanulmany Data mining based
storage assignment heuristics for travel distance reduction cimmel jelent meg 2012-ben.
Egy apriori algoritmusra épiilé heurisztikus megkozelitést mutat be, mellyel szintén a
SLAP probléma megoldasara nyujt egy modszert [22]. Ez utdbbit azért valasztottam ki,
mert merében mas oldalrol probalja megkozeliteni a problémat, igy 1 szemszogbdl is
megvizsgalhatom azt.



3. Technologiak és modszerek

Ebben a fejezetben részletesen Kifejtem a raktari komissiozas és SLAP témakorok
problémait, az egyes folyamatokat, az azokra alkalmazhat6 megoldasokat,
algoritmusokat, tovabba részletezem sajat Otleteimet, ramutatva az azok nyujtotta
eldnyokre.

A raktari folyamatok szempontjabdl harom részfolyamatot érintiink: betarolas, tarolas
¢és komissiozas.

3.1. A betarolas

A betarolas feladata a beérkezett aruk elhelyezése a raktarban. Erdemes a betarolast
részfolyamatai mentén megvizsgalni, melyek az:

o éaru tarhelyhez rendelése,
o aru tarhelyre mozgatasa,
o aru elhelyezése ¢és adminisztralasa a tarhelyen.

Az elsé pont az aru tarhelyhez rendelése az, ahol a tarhelykiosztasi probléma
felmeriil, ugyanakkor ennek kovetkezménye nem jelenik meg, hiszen a betarolast
dontéen nem befolyésolja (betarolasnal nagyobb volumeneket mozgatnak, és szabadon
lehet 0sszefogni a betarolasi tételeket, igy a tételre vetitett hatékonysaga sokszorosa a
komissiozasénak). A tarhely kivalasztdsa sok esetben még mindig a betaras kolléga
egyéni dontése, azonban a modern vallalatiranyitasi rendszerek mar kijel6lik a kolléga
szamara a tarhelyet. Ez a SLAP megoldo algoritmusok szamara kulcskérdés, hiszen ott
mindenképp a rendszernek kell el6irnia, hogy az aru milyen tarhelyre keriiljon. [2]

Az aru tarhelyre torténd mozgatdsa a téarolasi technoldgiatol fiigg. Raklapos,
allvanyos technologianal a targoncak a legelterjedtebbek, de a kézikocsitdl az automata
felrakogépig szamos megoldas létezik. [2]

Az adminisztralds a vallalatiranyitasi rendszertdl és az alkalmazott azonositasi
technikatol fiigg. Jellemzbéen egy vagy kétdimenzids vonalkddok beolvasasaval, vagy
RFID technologiaval torténik. [2]

3.2. A komissiozds és tamogato technologidi

A komissiozas folyamata soran, adott arucikkek koziil elére megadott arukigytjtési
jegyzék szerint adott aruk kigyijtése zajlik. A folyamat soran a raktari tarhelyekrol ki
kell gytijteniink a meghatarozott tételeket. A legnagyobb probléma, hogy ezek a tételek
gyakran egymastol tavoli lokacion helyezkednek el, és a lokaciok kozotti mozgas jelentds
idoveszteséget okoz a folyamatban. [4] [17]

A komissiozas alapvetden meghatarozza egy raktar hatékonysagat, ugyanis a
komissidzas folyamatanak gyorsasagatdl fiigg, a megrendelések teljesitésének ideje.
Ezért azt szamos technologiaval probaljak tamogatni. Erdemese ezen technologiakat
szemiigyre venni, hogy megvizsgalhassuk, hogyan illeszthet§ majd bele a SLAP
probléma hatékony megoldasa ebbe a bonyolult rendszerbe.
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Harom csoportba soroltam a komissiozast tamogatd rendszereket. Egyrész 1éteznek
fizikai rendszerek (pick by ligth, automata komissidozogép ...), masrészt fontos szerepiik
van folyamatszervezési megoldasoknak (tobb 1épcsds komissidzas, parhuzamos/soros
komissiozas), harmadrészt pedig algoritmusok tamogathatjak a folyamatot, példaul a
tarhelyfelkeresési probléma hatékony megoldasa, ami az utazo6 ligynok probléma egyik
esete. A teljesség igénye nélkiil igyekszem bemutatni ezeket a technoldgiakat. [4] [12]

3.2.1. Komissiozdst tamogato fizikai eszkdozok

A komissiozas soran szamos eszkoz segitheti a folyamatot. FErdemes
részfolyamatokra bontani és gy megvizsgalni. A komissidzas részfolyamatai:

o Informacidt kap a komissiozd agens, hogy honnan és mennyi terméket kell
kigytjtenie.

o Mozog az adott lokéciora.

o Kiveszi a tarhelyrél a megfelelé mennyiségii terméket (kozben ellendrzi, hogy
biztos az-¢ a termék és biztos jo-e a mennyiség).

o Adminisztralja, hogy ki van véve az adott tétel.

Az informécio-adas/vétel leginkabb digitalis eszk6zok segitségével wifin keresztiil
valosul meg. Gyakori a tabletek alkalmazasa, ugyanakkor ez sok esetben koriilményes,
hiszen a komissiozas kdzben plusz mozdulatokat igényel. Hatékony és egyre inkébb
elterjedé megoldés az un. voice picking, mikor a komissi6zo kolléga hang alapt utasitést
kap és ad vissza. Ennek eldnye, hogy ilyenkor a komissiozé munkatars mindkét keze
szabadon marad. Az un. pick by light rendszereknél az allvanyba LED-ek vannak
beépitve, és egy fényjelzés, vagy az allvanyon 1év6 Kijelzé mutatja, hogy honnan és hany
arut kell kigyiijteni. Ennek a rendszernek a kiépitése igencsak koltséges, és a rendszer
sok szempontbdl rugalmatlan. [4] [17]

A mozgés tekintetében szdmos megoldast hasznalnak, amit egyrészt a komissiozas
helyén 1évd tarolasi technoldgia masrészt az aruelOkészités modja hataroz meg.
Dinamikus aruel6készités esetén az arut a rendszer odamozgatja a komissiozoé kollégahoz
(pl.: gorgdés palya, vagy korforgd paternoszter/shuttle rendszerek segitségével), mig
statikus esetben a komissiozo kolléga megy az aruért, gyalog, komissié targoncaval,
homlokvillas targoncaval stb. [2] [4] [17]

A mennyiségellen6rzés kritikusan fontos feladat, hiszen, ha a sziikségesnél tobb vagy
kevesebb aru lesz kigytijtve, az szamos problémat okoz a tovabbiakban. Ugyanakkor a
nem megfeleld ellendrzd részfolyamat lassithatja is a komissidzast, ami hatranyos a
folyamat egésze szempontjabol. Az ellenérzést leggyakrabban vagy technologiai
tamogatas nélkiil végzi a komissiozod kolléga (ami gyakori hibahoz vezet), vagy
vonalkddolvasos technikat alkalmaznak, ez azonban jelentdsen lassitja a komissiozast.
Modern rendszereknél mar RFID-s technologiaval vagy tomegméréssel tdmogatjak a
folyamatot, ezek a technologiak azonban dragak. [4]
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3.2.2. Komissiozast timogato folyamatszervezési megolddsok

Az egymastol messze 1évo tételek kiszedésének problémajara kézenfekvé modszer
lehet, a tobb 1épésben torténd komissiozas. Ilyenkor tobb megrendelést dsszefognak,
majd elészor kigylijtik az egymashoz kozeli termékeket, utana pedig ezeket
szétvalogatjak kiilon-kiilon az egyes listaknak megfeleléen. Ez a modszer nagyobb
komissidzasi teljesitményt jelent, de a két 1épés miatt, nagyobb és bonyolultabb a
szervezési feladat, tovabba az atfutasi idoket is noveli. [4]

A folyamat bovithet6 a tobb megrendelés Gsszefogasaval, ami még tovabb novelheti
a komissiozasi teljesitményt, de az elébbiekben leirt hatranyok is fokozodnak. [4]

A komissiozas hatékonysagat befolyasolja, hogy honnan torténik az aruk kigytjtése.
illetve, hogy a komissiozas, a tarolotér és a betarolas helye elkiiloniil vagy megegyezik.
A komissiozas torténhet a tarolotérbol, az aruelokészitd téren és komissiozo raktarban.
Ezt minden esetben egyedileg kell meghatarozni, a forgalom, a hely és az elvarasok
fiiggvényében. [4]

3.2.3. Komissiozast timogato algoritmusok

A komissidzast érdemes matematikai problémakra bontani. A komissi6zasi folyamat
hatékonysagat dontden befolyasolja, hogy a komissidézo agens milyen utvonalon végzi a
munkat. Erre egyrészt léteznek heurisztikak (Midpoint, Lagest gap) masrészt
algoritmusok, melyek probaljak optimalizalni az Gtvonalat, példaul a [12] tanulmany
modszerével, amely egy a BME-n késziilt doktori disszertacio és genetikus algoritmusok
hasznélataval oldja meg az utazd ligyndk problémahoz hasonld, tahelyfelkeresési
problémat. [23]

Bar a fent emlitett heurisztikdk konnyen automatizdlhatok tovabba az
utvonaloptimalizalo algoritmusok is régota léteznek, melyekkel még hatékonyabban
lehet kezelni ezt az ,,utazo ligynok” problémahoz nagyon hasonlé problémat, ennek
ellenére a gyakorlatban sok esetben ad-hoc, vagy csak nagyon primitiv heurisztikakat
alkalmaznak (S-shape). Arra a kérdésre, hogy mi torténik, ha a kigyiijtend6 tételek
nagyon messze helyezkednek el, a modern kigyiijt6 algoritmusok sem kinalnak
megoldast, és a folyamat tovabbra is sok veszteséget fog tartalmazni.

A komissidzast tamogatd eszkozoket végig gondolva lathatd, hogy nincs olyan
eszkoz, amely tokéletesen megoldana a tarhelykiosztasi problémat.

3.3. A SLAP probléma és a taroldsi rendszer kialakitasa

A tarhelykiosztasi probléma a termékek egy raktarhelyiségbe torténd optimalis
elhelyezésével foglalkozik. Az optimalizalas altalaban vagy raktarteriilet
kihasznaltsaganak javitasara, vagy a komissiozasi folyamat ciklusidé/eréforrasigény
csokkentése érdekében torténik [18]. A problémat leginkabb befolyasold tényezok:

e A raktarteriilet kialakitasa, mérete
e A tarolasi technologiak
e A termékek fizikai jellemz6i
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e A Kki-be szallitasi igények

Az éltalam valasztott rendszer egy raklapos, sorosallvanyos tarolési technologiat fog
leképezni. A ki-be szallitasi igényeket pedig a késdbbiekben bemutatandé tranzakcids
listak hatarozzak meg [2]. Komissiozasi idGoptimalizalasnal, Gn. horizontalis
komissiozast mutatok be, amikor a komissiozas kiilon komissi6zé zonakbol/allvanynal
torténik, ezekben az esetekben a tarolasi magassag alacsony lesz [4].

3.4. A raktarmodell

A probléma ¢és az algoritmusok vizsgalatdhoz modelleznem kellett egy raktart, a
hozza tartozo termékeket €s megrendeléseket.

3.4.1. A paraméterezhetd raktar-layout

A raktar elrendezését és kinézetét C. Kasemset ¢és P. Meesuk 2014-es Storage
Location Assignment Considering Three-Axis Traveling Distance: A Mathematical
Model, cimii cikkében megjelent struktira alapjan épitettem fel [24]. Azért dontdttem
emellett a modell mellett, mert a szakirodalomban szamos cikk hivatkozik ra, vagy
hasznal ugyanilyen jellegli raktarrendszert.
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[ Top View ] [ side view of Storage Rack (3Level) |

3. abra : Raktarlayout, forras: [24]

Jelolésmagyarazat:

» 1= A taroloblokk pozicidja az egyes taroloallvanyokban (sorhossz) (1, 2, 3,

)

» j= A taroléallvany szama (1, 2, 3, ..., ])

» k= A taroloblokk szintje (1, 2, 3, ..., k)

» 1= A tarolésor szama (1, 2, 3, ..., 1)

» Dx =az X tengely mentén az I/O pont és a kiindulasi pont kdzotti tavolsag.

» Dy=AzY tengely mentén az I/O pont és az origdpont kozotti tavolsag.

» Wa = A folyoso szélessége

» Wr = A tarolosor szélessége (egyenld a taroloblokk szélességének
kétszeresével)
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» Ls = A taroloblokk hossza
» H = A taroloblokk magassaga

A felsorolt paraméterek tetszélegesen allithatok. A tesztelésnél részletezem, hogy
milyen paramétereket hasznaltam.

3.4.2. A modell kikotései

A modellben egyszertsitéseket alkalmazok, melyek az algoritmusok hatékonysagat
nem, vagy csak elhanyagolhat6 mértékben befolyasoljak. A modellem feltételezi, hogy:

e Minden aru egy tarhelyen van tarolva és egy tarhelyen csak egy aru van
tarolva.

e Minden tarhelyen adott arucikkbdl mindig rendelkezésre all a sziikséges
készlet.

e A komissiozo eszkdz minden esetben be tudja fogadni a kigytjtési lista teljes
tartalmat.

e A komissidozd eszkdz kanyarban lelassit 0-ra megfordul és 0-rél kezd el
gyorsitani.

e A raktirban minden komissidozé eszkéz ugyanolyan gyorsulasi és
sebességparaméterekkel rendelkezik.

e Fiiggdleges iranyban ugyan van tavolsagkiilonbség az egyes tarhelyek kozott,
de a kigytijtési idonél nincs idokiilonbség.

e A tarhelyen kigylijtés kozben eltoltott id6t nullanak veszem.

3.4.3. A megrendelésadatok

A megrendelés-adatokat az R-software Groceries adatbazisa szolgaltatja, melyben
169 termék kozel 9835 megrendelési listaja talalhato. A lista elérhetd az R-softwarebdl,
de a hivatkozott honlapon is megtekinthetd. [25]

3.5. Megoldo algoritmusok

Ahogy a 2-es fejezetben a szakirodalom bemutatasakor is lathato, a problémat szamos
modon probaljak megoldani. Az iparban Magyarorszagon az alabbi harom moddszer a
legelterjedtebb:

e osztaly alapu tarhelykiosztas,
e adedikalt tarhelykiosztas és
e aveletlenszerl tarhelykiosztas.

Ezek koziil az osztalyalapu tarhelykiosztasnak egy modern — a 2.3-as fejezetben mar
bemutatott— 2011-es tanulmanyra alapuld pareto elv szerinti un. ABC tarhelykiosztasi
logikat fogok implementalni, [21] valamint a véletlen kiosztast fogom vizsgalni, mivel
az ABC tarhelykiosztas bizonyitottan hatékony mddszer, a véletlen tarhelykiosztas pedig
j6 kontrollmérésnek. A kutatasaim soran olvastam tobb mas algoritmusrodl is, amelyek a
SLAP-ra nyujtottak megoldast. Ezek koziil David Ming—Huang Chiang, Chia-Ping Lin
€s Mu-Chen Chen 2012-es apriori datamining algoritmusra épiil6 heurisztikajan alapulo
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metodusat implementalom [22], mivel igy egy a tobbitdl alapjaiban eltérd algoritmust és
gondolatmenetet is tudok tesztelni.

3.5.1. A v¢életlen és az ABC tarhelykiosztas

A véletlen tarhelykiosztas soran a betarolaskor a beérkezett termék (tfh. még nincs a
raktarban olyan termékbdl) véletlenszertien kap egy tarhelyet, ahova be kell tarolni. A
rendszer eldnye, hogy ezaltal a termékek egyenletesen lesznek elosztva a raktarban.

Az ABC tarhelykiosztasi stratégianal a termékeket szortimentanalitikai eszkozokkel
ABC csoportokra osztjuk a Pareto-elv alapjan. A Pareto-elv azt mondja ki, hogy altalaban
az aruk 20 %-ka adja a forgalom 80%-at. Fontos, hogy ennél a problémanal felkeresés
alap ABC analizist kell végezni, vagyis azt kell vizsgalnunk, hogy az egyes termékek
hany kigytjtési listdn szerepelnek, fliggetleniil a kigyiijtési volumenektdl és az aruk
értékétol. A felkeresések 80%at add termékek lesznek A-kategoridjuak, a 15%-at ado
termékek B-k, és az 5%-ot adok pedig C-s termékek. [21] Az algoritmust pszeudokodja:

ABC térhelykioszt6 algoritmus

Input: térhelyek A, téarhelyek B, téarhelyek A, termékek
<i> = <0>

ciklus <0-tdl termékek szémaig>
ha < termékek[i].kategdéridja=A >
<r> = <random 0-tél tarhelyek A hosszaig>
ha<tarhelyek A[r]= iires>
termékek[i]betadrolds tarhelyek A[r] tarhelyre
elédgazéas vége
eldgazés vége
ha < termékek[i].kategbéridja=B >

ha < termékek[i].kategdéridja=C >
ciklus vége
eljaras vége

Output: Osszerendelt termékek-tarhelyek

Az aruk mellett a tarhelyeknek is kategoridkat kell adni. A legkdnnyebben elérhetd
C-sek. Az aruk a betarolasnal csak a sajat kategoéridjuknak megfeleld tarhelyre
kertilhetnek, azon beliil viszont véletlen, hogy pontosan melyikre.

3.5.2. Az apriori datamining technikan alapul6 heurisztika

Ennél a technikanal elészor elvégzem a tanitohalmazon az apriori algoritmust,
melynek segitségével minden termékparhoz (amely definialhaté mértékii) meghatarozom
az algoritmus un. ,,confidence” értéket. Ez az érték bemutatja, hogy milyen szoros a
kapcsolat a kéttermék kozott, ,,mennyire valdszinii, hogy sziikségem van B-termékre is,
ha A-termékre sziikségem van”. Ezt az apriori algoritmust mindsitett internetes kodok és
az R software beépitett algoritmusai segitségével hoztam létre R-ben. [26]
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4. dbra: apriori algoritmus eredményei, forras:
https://www.kaggle.com/code/changjunlee83/apriori-rule-with-grocery-data-for-class
[21]

A 4. abra mutatja az apriori algoritmus altal szamolt legfontosabb értékeket.

e A support” egy termék alapértelmezett népszeriiségére utal, 1gy szamithato
ki, hogy az adott terméket tartalmazo tranzakcidk szamat elosztjuk a
tranzakciok teljes szdmaval.

e A, confidence” annak valoszintiségére utal, hogy egy B terméket is kigytijtok,
ha A terméket is. Ez ugy szamithat6 ki, hogy azon tranzakciok szdmat, ahol
A-t és B-t is kigylijtotték, elosztjuk azon tranzakciok teljes szdmaval, ahol A-
t kigytjtotték.

e A Lift alapvetden azt mondja, hogy a A és a B egyiittes megvasarldsanak
valdsziniisége x-szer nagyobb, mint annak, hogy csak a B-t vasaroljuk meg.

Miutan meghataroztam a termékek ,,confidence” értékeit, sziikséges, hogy a raktarban
mar legyenek aruk, ugyhogy betarolok par arucikket. (Erdemes ABC logika alapjan
betarolni, mert a véletlen betarolasnal gondot okozhat, hogy nagy forgalmu, fontos
termékek, amelyek szamos mas termékkel szoros kapcsolatban vannak elénytelen helyre
keriilnek, és mivel szoros kapcsolatban vannak més adott esetben szintén fontos
termékkel, azokat is ,,magukhoz” vonzzak). Utana pedig, amikor egy Ujabb terméket
akarok betarolni, meghatarozom, hogy az adott sorban mar bent 1év6 aruk, ehhez a most
betarolandé aruhoz kapcsolodva milyen ,,confidence” értékekkel rendelkeznek. Ezt
Osszegzem soronként, és ha van szabad tarhely abban a sorban, ahol ezen értékek a
legmagasabbak, akkor oda teszem a termékemet. Amennyiben nincs szabad tarhely, egy
szomszédos sorba igyekszem elhelyezni az arut. El6fordul olyan eset, amikor nincs
definidlva ,,confidence” érték a betaroland6 termék és a sorokban 1évd termékek kozott
(mert példaul kimutathatatlanul gyenge a kapcsolat). Ilyen esetekben véletleniil helyezem
el a terméket a raktarban. [22]

3.6. Az genetikus tarhelykioszto algoritmus miikodeési elve

A genetikus algoritmus, amelyet irtam, alapveten nem kiilonbozik az altalanos
genetikus algoritmusoktol, csupan a problémara szabtam. Az algoritmusnal egy egyed
paraméterezhetden sok ,kromoszémat tartalmaz”. Minden kromoszéma egy adott
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termékhez egy tarhelyet rendel hozza. Igy a kromoszomak szama megegyezik az
elhelyezni kivant arucikkek szamaval; esetiinkben 169-lesz. Az algoritmusnal
paraméterezhetd az egyedszam, a generdciok mértéke, a mutacid mértéke és az
algoritmus elitizmusa.

Random populacié
|étrehozasa

»

A

Egyedek
kiértékelése

Van még

generacio? Nem— Eredmény

Igen

Szaporodas és
mutacio

5. abra: A genetikus algoritmus folyamatabraja

A genetikus algoritmus lefutasanak folyamatat az 5. abra mutatja be. Az elsé
generacid elott véletlenszeriien 1étrejon az dsszes egyed. Egy generacid lefolyasa harom
részbol all: szelekcid, szaporodas, mutacio. A szelekcid soran, minden egyed
,,mindségét” kiértékelem a fitneszfliggvény segitségével. Kétféle fitnesz-fiiggvénnyel
dolgoztam, mivel egyes tesztesetekben a kigytijtési tavolsagra optimalizaltam mas
esetekben a kigytjtési idére. A fitneszfiiggvény mindkét esetben a multbeli, mar ismert
megrendelések alapjan szamolt. A fitneszfliggvény kiértékelése sordn megrendelések
halmazabol valasztott tanitohalmaz megrendeléseit gylijtotte ki minden egyednél a
program, és meghatarozta az azokhoz sziikséges utat/id6t. Miutan a fitneszfliggvény
kiértékelte az egyedeket (meghatdrozta a kigy(ijtési utakat/iddlet), azok egy része
»elpusztul” (hogy mekkora résziik azt az elitizmus paramétere hatdrozza meg, ami a
modellem esetében 50%ra volt beallitva). Ezzel lezarul a szelekcio.

A szaporodas fazisdban a populacio ,,¢letképesebb” felébdl jra 1étrejon a populacio
elpusztult egyedei helyére egy-egy egyed. Miden 0j egyed miden kromoszomajat
véletlenszerlien egy, a populacio életben maradt egyedétdl kapja. Miutan létrejottek az 1)
egyedek, a mutaci6 fazisaba I1épiink, mely soran az uj egyedek egy kis szazalékanal
véletlenszertien megcserélddnek kromoszomak (hogy melyik termékhez melyik tarhely
tartozzon). A mutécio Iényege, hogy elkertilje a lokalis minimumokban valé beragadast.
A mutaci6 utdn egy Ujabb generacid kovetkezik, mely sordn ujbol szelektaljak az
egyedeket és igy fut tovabb annyi generacion at amennyit elére megadtunk. A
végeredmény az utolsd generacid legjobb egyede lesz. Aldbb lathatdé egy generécio
egyszerusitett pszeudokddja:

17



crer

Input: egyedek

szelekcid
<i> = <0>
ciklus <0-té6l egyedek szamaig>
egyedek[i] fitneszértéke=kigylijtési erdéforrés
i++
ciklus vége
egyedek novekvd sorba rendezése
eljaras vége;

szaporodas
<i> = <egyedek szama/elitizmus >
<r> = random O-egyedekszama/elitizmus kozott

ciklus <egyedek szama/elitizmus mértéke-tdl egyedek szama-ig>
<j> = <0>
ciklus <kromoszdbémék szama>
egyedek[1i] kromoszdéma[j]l= egyedek[r].kromoszdmal]]
J++
ciklus vége
ciklus vége
eljaras vége;

mutacid
ciklus <0-td6l mutacids paraméterieg>
egyedek[rand] kromoszdédma [rand2]=egyedek[rand3]
kromoszdédma [rand4d]
i++
ciklus vége
eljaras vége;
Output: Osszerendelt termékek-tarhelyek

3.7. Az algoritmusok kiértékelése

Az algoritmusok kiértékelésénél, lefuttatjuk ugyanazon paraméterii raktaraknal az
algoritmusok 4altal betarolt esetekre ugyanazon teszthalmaz megrendelési listait,

vizsgalva, hogy ez mennyi kigylijtési tavolsagot/kigyiijtési idot jelent a rendszer szamara.
Az az algoritmus lesz a hatékonyabb, melynek kevesebb ttra/iddére van sziiksége a feladat
elvégzéséhez. A kigytlijtési tavolsagok €s idOk szamitasi modjat a 3.7.1-es és a 3.7.2-€s

fejezetekben mutatom be.

3.7.1. Tavolsagszamitas

Tavolsagszamitasnal két esetet kiillonboztettem meg, nullpont-tarhely tavolsagot, és
tarhely-tarhely tavolsagot. A 6. abra mutatja a nullpont-tarhely esetét, amikor a tarhely
¢és az I/O pont kozott torténik a mozgas. Ilyenkor a tavolsdgszamitas all egy x iranyu egy

y irdnyu és egy z iranyu tavolsagkomponensbdl.
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6. abra: Nullpont-tarhely tavolsag forras: [24]

A tarhely-tarhely tavolsag két z iranya, két x irdnyu ¢és egy y irdnyu
tavolsagkomponensbdl all, ahogy azt a 7. abra is mutatja. llyen esetekben mindig a
kozelebbi folyoso fele indul el a komissiozo agens, de a modell ennél részletesebben nem
foglalkozik a kigytijtési Gitvonal optimalizalasaval.

7. abra: Tarhely-tarhely tavolsag, forras: [24]
3.7.2. Kigyiijtési id6 szamitasa

Az idbalapu optimalizalas soran, nem az egyes listak kigylijtése folyaman bejart
tavolsagot, hanem az ahhoz sziikséges 1d6t veszem alapul. Ez az i1d6 lesz az egyes
lefutdsok utani eredmény, tovabbd a GA fitnesz fliggvénye is az iddéértékek
minimalizalasara fog torekedni.

A kigytjtési id6 optimalizalasanak paraméterei: az x és y tavolsagadatok az egyes
pontok (nullpont-tarhely, tarhely-tarhely) kozott, tovabba a komissiozo gép gyorsulasa
¢s a megengedett maximum sebesség. Fontos paraméter az is, hogy hany mozgasszakasz
van, hanyszor kell a gépnek kanyarodnia, ugyanis olyankor le kell lassitania nullara. A
modellben a gyorsulasi €s a lassuldsi tényez6t ugyanannyinak vettem.

A szamitas soran megkiilonboztettem gyorsuld, lassuld és egyenletes sebességgel
halad6 szakaszokat. A szamitast foként az teszi bonyolultta, hogy bizonytalan tényez6
az, hogy a mozgas soran a gép eléri-e a maximum sebességét. A 8. abraHiba! A
hivatkozasi forras nem talalhaté. mutatja ezt az esetet. Lathato, hogy egy gyorsuld és
egy lassulo szakasz, illetve egy a kettd kozotti egyenletes mozgas alkotja ezt az esetet.
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Sebesség-1d6 diagramok esetén a gorbe alatti teriilet adja meg a megtett it hosszat. Ebben
az esetben visszafelé szamolunk az (1)-es képlet alapjan.

S Umax
(1) T=-"ym=

Umax

v

8. abra: haladas maximalis sebesség elérésével. Forras: [27]

A9. abra mutatja azt az esetet, amikor a komissidozo gép nem éri el, vagy csak éppen
egy pillanatra éri el a maximalis sebességet. Ilyen esetben a mozgas csak egy gyorsul és
egy lassulod szakaszbdl all. llyenkor a (2)-es képlet segitségével szamoljuk a sziikséges
idot.

2) T=\/§

Voore [ —— — — — - — — — — — —

VoA

T2 /2

9. abra: Gyorsul6 és lassulo szakasz. Forras: [27]

A program miutan kiszamolja az egyes szakaszok iddsziikségletét, 6sszegzi annak
adatait. Fontos kiemelni, hogy a modellem fiiggéleges iranyban nem szdmol mozgasokat.
Lathatd ugyanakkor, hogy e szamitasok joval komplexebbek, mint a
tavolsdgoptimalizalas esetében.
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4. Tesztek és eredmények

A 3.3-mas és a 3.4es fejezetekben bemutatott algoritmusokat tobb paraméter
figgvényében tesztelem ¢és értékelem ki. Ezen tesztek folyamatat és eredményeit
mutatom be részletesen ebben a fejezetben.

4.1. A modell implementdldsa Java kornyezetben

A modellhez létrehoztam egy raktarosztalyt, mely rendelkezik paraméterezhetd
tarhelyosztalyokkal. A raktarmodell kap d4ruosztalya aruegyedeket, melyeket
tetszOlegesen be lehet tarolni és ki lehet gylijteni a raktarbol. A kigyijtésekhez
megrendeléseket kap a modell, melyeken lefutva kiszamitja az azok kigyljtéséhez
sziikséges tavolsagigényeket. A modell rendelkezik egy ,.komissi6zo-gép”-osztallyal,
mely a gyorsulas és a sebesség paraméterei alapjan az egyes listaknal nemcsak a tavolsag,
hanem a kigytjtési idOsziikséglet is kiszamithaté. A modellnek vannak fizikai méret
paraméterei, gy, mint folyososzélesség, tarhelyszélesség, ahogy ez a 3.4.1-es fejezetben
be van mutatva. Ezeket az egyes tesztek soran nem valtoztattam, csupan azt, hogy hany
sor oszlop stb van. Az alabbi beallitasokat alkalmaztam: Wa=20, Wr=10, Dx=0, Dy=0,
L=3, H=1 ahol a paraméterek dimenzidja egységnyi tavolsag. Tovabba a komissidozo
gépnek van egy a=1 tavolsigegység/idéegység? gyorsulasi paramétere és egy Vmax=10
tavolsagegység/iddegység sebességparamétere.

4.2. Lefutasi idok

A SLAP egy NP nehéz probléma, ha minden varidciét meg akarnék vizsgalni 200
tarhely és 169 termék esetében akkor ~2.246*10%-szam0 esetet kellene kiprébalni. A
véletlen, az ABC ¢és a heurisztika futdsideje minden esetben tizedmasodperc—masodperc
kornyékén mozogott ezért azon algoritmusok futdsi idejét nem vizsgéaltam
részletesebben. A genetikus algoritmus esetében mdas nagysagrendli a szamitasi
1dosziikséglet. A GA esetében azt vizsgaltam, hogy a két legfontosabb valtozd paraméter,
a generaciok szama, valamint az egyedek szama, hogyan befolyasolja a futasiidoket.

Futasiidé-Egyedszam

180-
160-
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Egyedszam [db]

10. abra: Futasidé-egyedszam diagram
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Az 10. 4bra altal dbrazolt diagrammon lathatjuk, hogy az egyedszamok tekintetében
néhany kisebb kilogo értéket leszamitva egyértelmi a linedris 6sszefiiggés az egyedszam
és a futasi id6 kozott, melynek egyenlete:

(3) y=0,0168x + 1,0982.

Generacidoszam-Futasiido
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11. abra: Generacidszam-futdsiidé diagram

Az 11. abra diagramja alapjan egyértelmtien lathatd, hogy a generaciok szamatol
linearisan fligg a program futasiidejének hossza. Ennek a linearisnak az egyenlete:

(4) y=16,391x - 0,1716

Osszehasonlitva a (2)-es és az (1)-es egyenletet 1athat6, hogy a masodik meredeksége
nagysagrendekkel magasabb, vagyis a generacioszam egységnyi novelése sokkal jobban
noveli a futasiidét mint a populacid egységnyi novelése.

4.3. A genetikus algoritmus bedllitdasa

A 4.2-es fejezetben olvasottak alapjan a GA futdsideje jelentdsen megnd, ha a
generacioszamot és az egyedszamot magas értékre allitom. Erdemes vizsgalni, hogy
hogyan konvergal az algoritmus az optimum felé, tovabba, hogy van-e olyan pont,
amikor a teszt halmaz szamara mar nem javul az eredmény, hiaba tanitom tovabb a tanitd
halazon.

4.3.1. Konvergalas

Két tesztesetben vizsgaltam, hogy milyen litemben konvergal az algoritmus. Egyrész
vizsgaltam 3000 egyed tekintetben 30 generacion at. Ebben az esetben a futasii idé ~400
s koriil mozgott, ami tesztelés sordn még kivarhat6 id6 sok teszteset elvégzése esetén is.
Tovéabba vizsgaltam 20000 egyed létrehozasa mellett 100 generacion keresztiil. Ilyenkor
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a futédsi id6 2,7 ora felett volt, ami miatt ilyen esetekkel nehézkes €s nagyon idéigényes
a tesztelési folyamat.

GA konvergalas
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12. dbra: GA konvergalasa a generaciok fiiggvényében

Az 12. abra mutatja, hogyan alakul a generaciok folyaman a legjobb egyed
fitneszértéke az elsé legjobb fitneszértékii egyedhez képest, abban az esetben, ha a
kezdeti populacié 3000 (feliil) illetve abban az esetben ha a kezdeti populacié 20000
(alul). Lathat6, hogy logaritmikusan konvergal az eloszlas egyre alacsonyabb értéket
felvéve.

Megfigyelhetd tovabba, hogy a nagyobb egyedszdmu populacio lassabban konvergal,
de képes eljutni fejlettebb egyedekhez, mint a kisebb populacié. Kézenfekvonek tlinhet,
olyan bedllitast alkalmazni, amelyben a kisebb egyedszdm nagyobb generacidszam
mellett fut. Ennek azonban van egy korlatja, ugyanis egy bizonyos generaciészam utan
,belterjes” lesz a halmaz, tulsagosan hasonlitanak egymasra az egyedek, ami ahhoz vezet,
hogy ugyanarra a tarhelyre tobb terméket is be akarnak tarolni. Ezt a jelenséget a 4.3.3
fejezetben fejtem ki részletesebben.

4.3.2. Tultanulas

Ahhoz, hogy a GA-t megfelelden paraméterezhessem, meg kell hataroznom azt a
tanulasi ,,mélységet”, ahol még nem tanul til mélyen ra a tanulohalmazokra, hiszen, ha
tul specialis esetre optimalizalunk, akkor az atlagos esetre mar nem lesz olyan jo. Ezért,
a GA-t tobb egyedszam/generacidszam (a genetic utdn a zarojelben az elsé szam a
populacié méretét, a masodik szam a generaciok szamat jelenti) mellett is lefuttatom egy
raktarmodellre, vizsgélva, hogy hol adja a legjobb eredményeket.
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1342626,7 7% 162%
876113,1 4% 105%
1143724,2 9% 138%
840148,6 5% 101%
812809,3 9% 98%
772184,0 8% 93%
759550,1 9% 91%
790852,9 10% 95%
830614,8 11% 100%

1. tablazat: A genetikus algoritmus optimalis beallitasa

Az 1. tdblazat adatai mutatjak, hogy milyen eredményeket kaptam az egyes
algoritmustipusok kapcsan. A feltiintetett atlagot és szorast minden esetben ugy kaptam,
hogy az algoritmust husszor lefuttattam és kiértékeltem ugyanazon a raktarmodellen és
paramétereken, utana a kiértékelt legjobb egyedek kigytijtési ut/id6 értékeinek az atlagat
vettem. A futasok soran alkalmaztam a 4.4-es fejezedben részletesen leirt
keresztvalidacios technikat.

GA optimalis beallitasa

1,01
1,00
0,99
0,98
0,97
0,96
0,95
0,94
0,93
0,92
0,91

Genetic (500/14) Genetic(1000/20) Genetic(3000/30) Genetic (5000/40) Genetic (10000/60) Genetic (20000/100)

13. 4dbra: A GA fitnesz értékeinek szazalékos alakulasa az

viszonyitva

A 13. abra altal mutatott diagram az 1. tablazat eredményei koziil a GA eredményeket
mutatja. A diagramroél leolvashatjuk, hogy a GA optimalis beallitasa 5000/40, vagyis
5000 egyed 40 generacion at vald futtatasa koriil van. Ugyanakkor 3000/30as beallitasnal
is egész jO értékeket kaptunk. Raadasul annak a tesztelési iddigénye lényegesen
kevesebb, ezért a tesztek sordn 3000/30-as beallitdst fogok haszndlni, tudva, hogy
5000/40-essel par szazalékpontot még lehet rajta javitani.
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4.3.3. Belterjesség

A GA algoritmusok felépitésekor a szaporodas fazisba beleépitettem par fontos
»ellendrz6” metodust, ugyanis a véletlen keresztezodésekbdl keletkez6 0j egyedeknél
elé6fordulhat, hogy egy egyed két kiilonb6zé kromoszoémajahoz (vagyis két kiilonb6zé
termékhez) ugyanazon tarhely rendelédik hozza. Ez nem megengedett, ezért a jelenséget
,betegségnek™ titulaltam, és ezekkel az ellen6rzé metodusokkal probaltam sziirni. Mar a
szaporodasnal megnehezitettem, hogy ilyen egyedek 1étrejojjenek, de ha mégis bejutott
egy-két ilyen egyed a populécioba, azokat kiirtottam. Ugyanakkor, minden populacional
megfigyelhetd egy generdcidszam, ahol egy generacié alatt az egész populacio kiirtodik
e betegség miatt. Ennek oka pedig — miként a bioldgidban - a belterjesség. Kozel az
optimum ponthoz az egyedek mar csak nagyon kis mértékben kiilonbdznek egymastol,
ezért szinte lehetetlen 1étrehozni olyan egyedeket, melyekben ez a ,,betegség” nem jelenik
meg.

GA belterjességi hatara
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14. abra: A genetikus algoritmusok belterjességének hatarvonala

A 14. abra altal mutatott diagrammon megfigyelhetd, hogyan alakul az egyedszamok
fliggvényében az a generacidoszam, ahol ez a betegség jelentkezik. Bar a nagy
véletlenfaktor miatt elég jelentds az adatok szoérasa, egyértelmilen kirajzolodik egy
hatvanytrend, melynek egyenlete: 1,1x%61° -szerfi. A tesztelés soran figyelemmel kell
lennem, hogy ezt a vonalat semmiképpen se 1épjem at.

4.4. Keresztvalidacio

A tesztelés soran, a 3.4.3 fejezetben megtalalhaté adatokat ,,one-leave-out”
keresztvalidacios technikaval hasznaltam, mely soran a megrendelés-adatokat
véletlenszerlien négy részre osztottam. A tesztelés sordn valtogattam, hogy melyik harom
halmazon tanul, és melyik negyedik halmazon keriilnek kiértékelésre az adott
rakarmodellen az algoritmusok. Minden teszt esetében mind a négy variacion tobbszor is
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lefuttattam az algoritmusokat. A kdvetkezo fejezetekben az eredmények atlagat tiintetem
fel.

Vizsgaltam, hogy az egyes esetekben mekkora mértékii a keresztvalidacios esetek
kozotti szoras. Erre a szoras értékre 3-5% jott ki (az atlaghoz képest). Az egyes futtatdsok
szérasanal ez az érték 8-12%, (teljesen realis, hiszen a generaciok soran a véletlennek
fontos szerepe van, ami miatt az adatsor valamelyest szorni fog). Lathatjuk, hogy a
keresztvalidacios esetek atlagainak szorasa kisebb, mint a teljes adatsornal tapasztalhato
szoras. Igy kijelenthetd, hogy a tiltanulas veszélye ilyen paraméterek kozott még nem all
fenn, és az is, hogy az eredményeket a megrendelésadatok véletlenszerii kivalasztasa
nem, vagy elhanyagolhaté mértékben befolyasolta.

4.5. Tavolsagoptimalizalas

Elészor azt az esetet vizsgaltam meg, amelyben a kigyijtési tavolsagokat
optimalizdlom. Az egyes algoritmusok mindségét és a GA fitnesz értékeit is az hatarozta
meg, hogy a kapott elrendezésen mekkora tavolsdgot kell bejarni az egyes listdk
Kigyijtéséhez, ahogy azt a 3.7.1-es fejezetben részleteztem.

JEL. MEGNEVEZES TARHELY/ARUCIKK R J | K
ARANY

A ‘kézepes tarhelykapacitas, normal arany 1.8 10 2 5 3

B ‘nagy tarhelykapacitas, hosszii sorokkal | 3 13 2 8 3

C nagy tarhelykapacitas, rovid sorok 45 25 2 5 3

2. tablazat: A tavolsagoptimalizalas tesztraktar-esetei

A vizsgalt esetek koziil harmat mutatok be, melyeknek paramétereit a 2. tablazat
mutatja be. A feltiintetett atlagot és szorast minden esetben tigy kaptam, hogy az
algoritmust husszor lefuttattam és kiértékeltem ugyanazon a raktarmodellen és
paramétereken, utana a kiértékelt legjobb egyedek kigytijtési ut/ido értékeinek az atlagat
vettem.

A, raktdreset: kézepes tdrhelykapacitds, normdl ardny
Véletlen ABC HEUR  Genetic
Atlag 818169,2 443426 776497 585230
Szoéras 1% 2% 4% 8%
Arany 140% 76% 133% 100%

3. tablazat: A, raktareset eredményei, tavolsag optimalizalasnal

Az 3. tablazaton lathatjuk, hogy ilyen paraméterek mellett az ABC elemzés 24%-
ponttal jobb eredményt ért el, a genetikus algoritmusnal. A tobbi viszont még a GA-nél
is sokkal kevésbé hatékony.
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Atlag 809172,6 394247 766757 496607
Szoras 3% 1% 5% 49,
Arany 163%  79%  154%  100%]|

4. tablazat: B, raktareset eredményei, tdvolsag optimalizaldsnal

A 4. tablazat altal bemutatott mérésnél 1ényegesen tobb tarhely van, mint ahdny
kiosztand6 arucikk. A tarhelykapacitast a sorok hosszdnak megnyujtasaval értem el.
Ebben az esetben kisebb a GA és az ABC hatékonysaga kozti kiilonbség, de még mindig
az ABC modszer eredménye a jobb.

Atlag 1863478 918136 1631472,4 727826
Széras 0,07952 0,01596 0,06825093 6%
| Ardny  256%  126% 224%  100%|

5. tablazat: C, raktareset eredményei, tavolsag optimalizalasnal

A 5. tablazatban lathatd6 C-raktaresetnél jelentdsen tobb tarhely van, mint ahany
betarolandd termék, és a tarhelykapacitds bovitését az allvanysorok szamanak
novelésével értem el. Ebben az esetben a GA produkalja magasan a legjobb eredményt.

Mar a tavolsagoptimalizalas sordn is hasznos kovetkeztetéseket vonhatunk le, de
érdemesebb elébb megvizsgalni az idéoptimalizalas kérdéskorét.

4.6. Idooptimalizalas

Az idéoptimalizalas egy joval bonyolultabb feladat, mint az el6z6 4.5-es fejezetben
bemutatott tdvolsag alapu, ezt az allitast a Hiba! A hivatkozasi forras nem talalhaté.-
es fejezetben tdmasztom ala

Elészor elvégzem a teszteket az el6z6 4.5-es fejezetben bemutatott raktaresetekre, és
megvizsgalom milyen eredményeket adnak ki az egyes algoritmusok.

Atlag 810307 522127 792605 511023,5833
Sz6ras 6% 7% 9% 10%
Arany  159%  102% _ 155% 100% |

6. tablazat: A, raktareset eredményei, id6 optimalizalasnal

Megfigyelhet6 a 6. tablazaton, hogy ebben az esetben a GA produkalja a legjobb
eredményt, két szazalékponttal jobbat, mint az ABC algoritmus.
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Atlag 909797 595698 872728 465706,55
Szoéras 9% 5% 8% 8%
Arany 195% 128% 187% 100%

7. tablazat: B, raktareset eredményei, id6 optimalizalasnal

Az 7. tablazatban bemutatott raktartipusnal mar egyértelmii a GA dominanciaja a
tobbi algoritmussal szemben.

Atlag 1595120 968558 1480371 670666,5
Szoras 10% 8% 16% 11%
|Ardny  238%  144%  221% 100%|

8. tablazat: C, raktareset eredményei, id6 optimalizalasnal

A C, raktaresetre kapott eredményeket tartalmazza a 8. tablazat. A tarhelyszdm
novekedésével ndtt a GA eldnye is.

Az el6z6 tesztek tapasztalatai alapjan érdemes tovabbi raktaresetekben is
megvizsgalni az egyes algoritmusok eredményeit. A kdvetkezd raktaraknal két fontos
szempontot vettem figyelembe. Egyrészt igyekeztem alacsonyabb tarhely/arucikk
arannyal rendelkez6 raktarakat tesztelni, hiszen ez a jellemz6bb az iparban. Masrészt a
az allvany magassagat is csokkentettem, hiszen, a valdsagban egy ilyen vertikalis
komissiozasi folyamat soran altalaban nincs sok szint, ahonnan kiszedik az arut. Mivel a
szintek kozott nem definidltam iddbeli kiilonbséget (hiszen vertikalis komissidzasnal
lényegében mindegy, hogy a kolléga, a polcon melyik termékért nyul be), a sok szint
nagyban befolyasolna az eredményeket. Az alabbi 9. tablazat tartalmazza a tovabbiakban
vizsgalt raktarparamétereket.

SSZ. MEGNEVEZES TA]}HELY/ARUCIKK R J I K
ARANY
1 Rovid sorokkal rendelkezd 1,2 20 2 5 1
2 Hosszu sorokkal rendelkezd 1,3 13 2 8 1
3 Kétszintesallvanyu egyenletes 1,2 7 2 7 2
4 Héaromszintesallvanyt 1,3 6 2 6 3
egyenletes
5 Kétszeres méretii raktar 2 18 2 9 1
6 Otszords méretli raktar 5 23 2 9 2

9. tablazat: Az idéoptimalizalas tovabbi raktaresetei
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Az eredményeket tablazatos formdban mutatom be. Az atlag, mindenhol a
teszthalmazok lefuttatdsa utan azon iddsziikségeltek Osszege, mely a teszt halmazok
kigytjtéséhez kell Ezt az 6sszeget akarom minimalizalni..

Atlag 1344594 879157 1139266 771162,1
Szoéras 7% 4% 9% 8%
Arany 174% 114% 148% 100%

10. tablazat: 1. raktareset, rovid sorokkal rendelkez6 raktar

Az 10. tablazat esetében rovidebb sorokkal rendelkez6 raktart latunk. A tarhely/arucikk
aranya 1,2. Ebben az esetben kiemelkedd a GA teljesitménye.

Atlag 903354 588407 849742 558099,3684
Szoéras 7% 5% 11% 11%
Arany 162% 105% 152% 100%

11. tablazat: 2. raktareset, hossza sorokkal rendelkez6 raktar

Az 11. tablazat esetében hosszl sorokat alkalmaztunk. A tarhely/arucikk aranya 1,3.
Ebben az esetben a kisebb a GA elénye az el6z6hoz képest. Ennek oka egyrészt az, hogy
a hosszabb allvanysorokban a komissiézo gép alapbol jobban ki tudta haszndlni a
maximalis sebességét (volt helye felgyorsulni), masrészt a tarhelyek kozelebb
helyezkedtek el egymashoz igy mindegyik mddszer jobban teljesitett, és a kiillonbségek
aranya kisebb lett.

Atlag 655055 499368 587456 447918,5789
Szoéras 6% 6% 7% 8%
| Arany 146%  111%  131% 100%

12. tablazat: 3. raktareset, kétszintes allvany

A 12. téblazatban kétszintli allvanyok vannak a raktarmodellben, ugyanakkor a
vertikalis irdnynal nem szamolunk utazési iddsziikséglettel, hiszen a horizontalis
komissiozasi modellrdl beszéliink, és igy ez a szintkiilonbség nem jelent iddbeli
kiilonbséget.

Atlag 543932 307137 502946 398076,1579
Szoras 8% 7% 9% 11%
Arany 137% 77% 126% 100%

13. tablazat: 4. raktareset, haromszintes allvany
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A 13. tdblazatban haromszintli allvanyok vannak a modellben. Ez az egyetlen eset,
ahol az ABC modszer optimalisabb eredményt ért el, mint a genetikus modell. Ennek
oka, hogy mivel vertikalis iranyban nem torténik mozgas, a modell nagyon
leegyszeriisodik, a raktar mérete lecsokken. Ezek a paraméterck pedig kedveznek az
egyszerlibb ABC algoritmusnak

Atlag 1232754 784868 1171275 637332,1579
Szoéras 8% 6% 9% 6%
Arany 193% 123% 184% 100%

14. tablazat: 5. raktareset, kétszeres méretii raktar

Az 14. tablazatban olyan raktarmodellt lathatunk, melyben kétszer annyi tarhely
talalhat6, mint ahany betaroland6 termék. Ilyen esetben, jelentésen megnd a genetikus
algoritmus hatékonysaga.

Atlag 1479200 929996 1399367 648170,5789
Szoras 9% 7% 8% 12%
Arany 228% 143% 216% 100%

15. tablazat: 6. raktareset, Otszorés méretii raktar

Az 15. tdbldzatban is latszik, ami az 14. tablazatban, miszerint minél nagyobb a
tarhelyek/arucikkek aranyszama, minél tobb tarhely van az arucikkekhez képest, annél
jobb a genetikus algoritmus. Ennek oka: az ABC szamara tal ,,bonyolult”, azt figyelembe
venni, hogy a sok iires tarhely miatt til sok tér van az egyes kategdriaknak, és sok iires
tarhely lesz, ami miatt tavol kerlilnek egymastol a termékek.
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5. Az eredmények kiértékelése

A 4. fejezet eredményeit érdemes Osszevetni és elemezni, hogy pontosabb
konkluzidkat tudjunk levonni. A fejezetben a kiértékelés soran az egyes raktareseteknél
csupan az ABC és a GA eredményeit fogom Osszevetni, mivel ezek bizonyultak
hatékonynak. Ugyanakkor a fejezet végén kitérnék a heurisztikdval kapcsolatos

tapasztalatokra és megfigyelésekre is.

5.1. Tavolsdagalapu és idoalapu optimalizalas dsszevetése

Elészor megvizsgalom, hogy milyen kiillonbségek Iéptek fel a tavolsag és az
idéoptimalizalas soran, tovabba probalok valaszt adni a valtozasok okara.

A, raktareset
B, raktareset
C, raktareset

Tav opt. Idé6 opt. A valtozas mértéke
ABC  Genetikus ABC Genetikus (szazalékpontban)
76% 100% 102% 100% 26%
79% 100% 128% 100% 49%
126% 100% 144% 100% 18%

r

10
13
25

Paraméterek
k tarhely/aru
1,8

3

i
5
8
5 4,5

ww w

16. tablazat: A kigyijtési tavolsag- és id6opimalizalas Osszevezése

A 16. tablazat Osszefoglalja a tavolsag- és az iddoptimalizalasnal modellezett
raktareseteket és a hozzajuk tartozd eredményeket. Egyértelmtien latszik, hogy a
genetikus algoritmus az id6optimalizalas esetén sokkal jobb eredményeket ért el, mint az
ABC, hiszen minden esetben hatékonyabb megoldast talalt. Ennek f6 oka az, hogy az
ABC nem tudott szdmolni az idéoptimalizaci6 altal okozott bonyolultabb tényezdvel,

mig a genetikus algoritmusnak ez nem okozott kiiléndsebb gondot.
Az A raktaresetben a GA csupan 2 szdzalékponttal ért el jobb eredményt, mint az
ABC. Feltételezésem szerint ennek az oka az, hogy a ,,k” paraméter értéke harom, és az
1d6optimalizalasnal nem szamolok a vertikdlis paraméter jelentette kiilonbséggel. E
feltételezésem helyességét az Hiba! A hivatkozasi forras nem talalhato. fejezetben
fogom vizsgalni.
A legnagyobb mértékii valtozas a B raktaresetnél figyelheté meg, ahol a GA 49
szazalékpontot javitott az eredményén. Mdar a tavolsagoptimalizalds adatai alapjan

latszott,

hogy a nagyobb daru/tarhely ardny kedvezett

idéoptimalizalasnal Gigy tlinik még inkabb ki tudja hasznalni az algoritmus.
A GA a legjobb eredményét a C-raktaresetnél érte el, mind tavolsag, mind
1d6optimalizalas esetén. Ennek oka egyrészt az aru/tarhely ardnyszam magas értéke
tovabba azt feltételezem, hogy a sorok hosszanak mértéke is a GA-t hozza elénydsebb
helyzetbe. Ezt, valamint a ,,k”” paraméter értékére vonatkozo feltételezésemet is az Hiba!

A hivatkozasi forras nem talalhaté.-es fejezetben vizsgalom részletesebben.

5.2. Az idoalapu optimalizdlds eseteinek elemzése

a GA-nak. Ezt az

Hat raktareseten vizsgéaltam, hogy az iddoptimalizalas sordn az egyes paraméterek
hogy befolyasoljak a kapott eredményt. Az el6zd 5.1-es fejezetben két feltételezést is
tettem, e paraméterekre vonatkozoan:
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e A k paraméter novelése az ABC algoritmusnak kedvez a GA-val szemben
(mivel idGoptimalizalasndl nem szamoltam idékiilonbséget vertikalis
iranyban),

e masrészt, ha hosszuak a sorok az (i paraméter novelése) is kedvez az ABC
algoritmusnak a GA-val szemben.

Ido opt. Paraméterek
ABC  Genetikus r i k tarhely/aru
1. raktareset 114% 100% 20 5 1 1,2
2. raktareset 105% 100% 13 8 1 1,3
3. raktareset 111% 100% 7 7 2 1,2
4. raktareset 7% 100% 6 6 3 1,3
5. raktareset 123% 100% 18 9 1 2,0
6. raktareset 143% 100% 23 9 2 45

17. tdblazat: Téarhelytipusok Osszevetése a kigyiijtési idé optimalizalasanal

Az 17. tablazatban lathatjuk a hat raktaresetet, a hozzajuk tartoz6 paramétereket,
illetve az ABC és GA egymashoz viszonyitott eredményét. Az adatokat dsszeségében
figyelve lathatd, hogy a GA hatékonyabb eredményeket tudott adni, mint az ABC
algortimus.

Az 1. raktareset és a 2. raktareset kozott a kiilonbség a sorok hosszaban és a sorok
szamaban van. A tarhely/aru arany nagysagrendileg ugyanaz. A 2. raktaresetben a GA
elénye jelentdsen kisebb az ABC-vel szemben. Ez a két teszteset igazolja a masodik
feltevésemet, hogy a hosszabb sorok valamennyire kedveznek az ABC-nek. Ennek
hatterében az allhat, hogy a hosszabb sorok esetében kevesebbszer kell kanyarodnia a
komissiozod gépnek, kevesebbszer kell gyorsitania, tobbszor el tudja érni a maximum
sebességét, tobbszor adodik olyan eset, hogy két termék egy sorba keriil. Ezen okok
miatt, az ilyen esetek jobban hasonlitanak a tavolsagoptimalizalo tesztesetekre, hiszen a
dontd kiilonbséget a gyorsulési paraméterek jelentik.

A 3. és a 4. raktareset kozotti jelentOs eltérés oka a k értékének valtoztatasa. Szemmel
lathato, hogy milyen jelentds kiilonbséget okozott a két algoritmus teljesitményében ez a
valtozas. Ez is igazolja a feltételezést, miszerint az, hogy vertikalisan nem definidlunk
mozgasi 1d6t, befolyasolja a teszteket az ABC javara. Ugyanakkor fontos megjegyezni,
hogy az a modell, ahol nem szdmolunk fliggdleges mozgasokkal, csak a horizontalis
komissiozast tudja modellezni, ezért nem érdemes hdromszintli raktarakat is figyelembe
venni. Amennyiben olyan raktarrendszereket is modellezni akarunk, ahonnan tobb
szintrdl is zajlik a komissiozas, definidlni kell vertikalis mozgéasokat. Fontos kiemelni,
hogy ilyen esetben a vertikalis és a horizontalis sebességi és gyorsulasi értékek merdben
eltérdek lesznek, hiszen teljesen mas mértékben gyorsul egy targonca vizszintesen, mint
ahogy emeli vagy siillyeszti a villajat.
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5.3. A heurisztika eredményei

A 4.5-es és a 4.6-es fejezetben bemutatott eredményeket vizsgalva lathato, hogy a
3.5.2-es fejezetben bemutatott heurisztika, nem adott megfelelé eredményeket. Ennek
ellenére fontosnak tartom a modszer tovabbi vizsgalatat, ugyanis elképzelhetonek tartom,
hogy nagyobb raktarméret, termékszdm ¢és megrendelési adathalmaz mellett a
hatékonysaga jelent6sen javul. A dolgozat keretein beliil ezt nem tudtam megtenni.

5.4. Az algoritmusok alkalmazhatosdga

Mivel az ABC-elemzést és hozza hasonlé modszereket sikerrel alkalmaznak a
raktarozasnal feltételezhetd, hogy egy olyan algoritmus, amely hatékonyabb
eredményeket produkalt, mint az ABC, jol alkalmazhat6 a gyakorlatban is.

A tesztek alapjan a genetikus algoritmus a leghatékonyabb altalam vizsgalt modszer
a bonyolult, a valos rendszerekhez legkdzelebb 4ll6 modelljeim esetében, kiilondsen,
ahol horizontalis komissiozas zajlik, tovabba ahol az allvanyrendszer paraméterei
(hossz/allvanyszdm/komissidozoutak) - épiileti vagy tervezéi hidnyossagok miatt-
nincsenek optimalizalva. Minél komplexebb egy feladat annal jobban teljesit az
algoritmus a tobbi modellhez képest.

Az allitasaim tovabbi alatdmasztasara a kdzeljovoben szeretném tesztelni, valos, joval
nagyobb elemszam(i mintakon is azt algoritmusokat, ahol az arucikkek aranya ezres-
tizezres nagysagrendben van, a tranzakciok szdma pedig millio folotti. Mar kaptam
igéreteket, hogy a rendelkezésemre bocsijtanak ilyen, valoés céges adatokat, és igy
hamarosan el tudom végezni ezeket a teszteket. Remélem sikertil egy olyan alkalmazhato
eljarast létrehozni, mellyel jelentdsen csokkenthetd a raktarak komissidzasi
1ddsziikséglete, ezaltal hatékonyabb logisztikai rendszereket hozva létre.
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6. Osszefoglalo és tovabbi fejlesztési lehetéségek

Dolgozatomban az NP nehéz tarhelykiosztasi problémara [15] (SLAP) alkotott
genetikus algoritmusomat teszteltem, és azt vizsgaltam, hogy milyen a hatékonysaga,
mas algoritmushoz képest.

A kutatas soran eldszor 1étrehoztam egy szabadon paraméterehetd raktarmodellezési
kornyezetet, amelyben a méréseket el tudtam végezni. Szdmos raktarmodellt alkottam a
kialakitott modellezési kornyezet segitségével, melyekben elvégeztem a kisérleteket. A
modellezéshez tovabba sziikségem volt arucikkekre és megrendelési adatokra. Ehhez az
R-szoftver Groceries adatbazisat hasznaltam, melyben 169 arucikk és hozzajuk tartozo
tobb mint 9 ezer megrendelési lista tartozott. Az apriori datamining-szamolast leszamitva
az egész modellt JAVA kornyezetben épitettem fel, és a teszteket is itt végeztem.

Négy algoritmus hatékonysagat vizsgaltam. A legegyszeriibb véletlen kiosztas alapu
tarhelykiosztast, egy osztalyalapu a pareto elvre épiil6 ABC tarhelykiosztast [21], egy
apriori datamining technikara épiilé heurisztikat [22], valamint a sajat genetikus
algoritmusomat.

Tobb  méretparaméterrel rendelkezd raktaron vizsgaltam  tdvolsag-  és
idéoptimalizalas szempontjabdl az algoritmusokat. Ipari kdrnyezethez legkdzelebb allo
esetekben, amikor idore optimalizaltam, kis tarhely/arucikk arany mellett, alacsony
allvannyal (horizontalis komissiozas esete) a genetikus algoritmusom érte el magasan a
leghatékonyabb eredményt, holott a szamos elvégzendd kisérlet és a hosszabb futasi idék
miatt az optimalisnal gyongébb (egyedszam, generacidoszam) beallitasokkal futtattam a
genetikus algoritmusomat.

A tesztekbdl két markans konkluziét vonok le. Egyrészt az ABC elvre épiild
algoritmus, hatékony megoldast nyujt a problémara. Minél egyszeriibb és altalanosabb
esetrdl van sz0, annal jobban tud teljesiteni, ilyen esetekben képes jobb eredményt elérni,
mint barmelyik altalam vizsgalt algoritmus Masrészt a genetikus algoritmus a
leghatékonyabb altalam vizsgalt modszer a bonyolult, a valds rendszerekhez legkdzelebb
all6 modelljeim esetében. Minél komplexebb egy feladat, annal jobban teljesit az
algoritmus a tobbi modellhez képest.

6.1.Tovabbfejlesztési lehetoség

A teriileten végzett kutatast harom iitemben tervezem folytatni. A kozeljovében
tesztelném az algoritmusokat nagyobb termékpalettan, mely termékek és a hozzajuk
tartozo megrendelések valos céges adatbazisokbodl szarmaznak és tobb ezer termék tobb
milli6 megrendelését tartalmazzak. A masodik fazisban szeretném a modellt
Kiterjeszteni, és vizsgalni olyan eseteket is, ahol kevesebb a kikotés. Példaul van
vertikalis komissiozas, tarolhato egy termék tobb tarhelyen €s tobb termék egy tarhelyen.
Ezzel egyiitt szeretném az altalanosan alkalmazhatd6 modell hatékonysagat valds
rendszereken tesztelni. Remélem ehhez sikeriil talalnom egyetemi és/vagy ipari
partnereket, akik ebben szivesen részt véllalndnak. A harmadik fejlesztési 1épésben
vizsgélnam a neuralis halok hasznalhatosagat.
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